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摘要 

自2019年12月首次被發現以來 COVID-19 已經席捲各個國家，因其高

度傳染性使得各國難以預防，當相關機構要執行防疫措施時，其執行的時間

點需要更多資訊進行評估。COVID-19 主要透過飛沫傳染，因此本研究將人

口流動視為其中的關鍵影響，但是增加傳染的風險並不局限於人口流動一種 

。空氣汙染物也被認為與呼吸道相關疾病有著高度的相關性，先前研究也使

用空氣品質以預測流感病毒爆發時間，此外研究也觀察到人口流動與空氣汙

染物間存在一定的相關性，像是因為開車而造成 NO2 以及 PM2.5 的增加等。 

本研究所選擇的影響因素可以觀察到相關機構的防疫措施對於這些因

素的影響性，例如是否強制規定戴口罩、居家令的執行以及重新開放等相關

防疫措施。戴口罩可以減少飛沫傳染的風險也較能減少空氣汙染物的影響，

而居家令則是會減少人口的流動也減少人與外面空氣的接觸，重新開放則是

使得人口流動恢復也增加空氣污染物。因此本研究希望能透過所提出的影響

因素來協助評估目前疫情爆發的風險並做為防疫措施的一參考數值。 

本研究使用美國加利福尼亞州、佛羅里達州、紐澤西州以及紐約州的

人口流動、室外空氣汙染物及疫苗接種預測COVID-19 確診人數及活動病例，

並以排隊理論預測其平均所需康復時間，將預測結果帶入的風險分析。最終

以斜率來進行風險分析，獲取爆發閥值，預測可能存在的高風險時段，將這

些時段與防疫措施結合，提供相關機構一個評估防疫措施的參考數據，期望

達到對疫情有更好的控制。 

 

 

 

 

 



Abstract 

COVID-19 has swept all countries since it was first discovered in December, 

2019. The high infectivity of COVID-19 makes it more difficult to prevent it, and 

air quality has been considered to be highly correlated with respiratory diseases. 

Previous study shown that air quality has been used for influenza viruses outbreak 

time prediction, but air is not the only one that increases the risk of infection. 

Population movement is also one of the key influences. We have observed that 

population movement is also correlated with air pollutions. In addition, the study 

also observed a certain correlation between population movement and air pollutants, 

such as the increase in NO2 and PM2.5 caused by driving. 

In addition, the government's epidemic prevention strategies are also one of 

the factors that affect the risk of infection, such as whether it is mandatory to wear 

masks or household orders, etc. Wearing masks can reduce the risk of droplet 

infection and the impact of air pollution, while household orders can reduce the 

mobility of the population and the contact between people and the outside air. 

 In this study, the number of COVID-19 cases and active cases will be 

predicted according to population flow, outdoor air pollutions and vaccination in 

California, Florida, New Jersey and New York, and the average recovery time will 

be predicted by queuing theory, and the predicted results will be brought into risk 

analysis. Finally, the slope is used to analyze the risk, predict the possible high-risk 

time periods, and combine these time periods with the epidemic prevention 

measures to provide a reference data for relevant institutions to evaluate the 

epidemic prevention measures, hoping to achieve better control of the epidemic 

situation. 
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第一章 緒論 

自2019年12月起首次在武漢被發現以來嚴重特殊傳染性肺炎

( Coronavirus disease 2019 , COVID-19 )已經席捲各個國家， COVID-19 

的高度傳播性及其較高的死亡率讓各國政府不得不重視它所帶來的問題， 

COVID-19 的這些特性使它更加難以去預測及預防，各個國家在疫情爆

發初期經歷了一段艱難的時期後了解如何去應對疫情爆發，通過限制人

口流動、減少人與人的接觸、戴口罩等等防疫措施去控制疫情，但我們

接下來所要面對的是何時可以解除這些防疫措施，已經有許多國家因為

過早的放寬相關防疫措施而導致疫情再次爆發，進而造成更嚴重的情形

發生。而如何知曉目前疫情爆發的風險，以及有哪些因素影響疫情爆發，

因此這些資訊對於目前政府因應相關防疫措施，變得極為重要。 

據 WHO 所公布的研究報告中指出[1]， COVID-19 是藉由人與人

之間的飛沫進行傳染。但因為飛沫顆粒大小不一，較大直徑的飛沫會快

速降落至地面或物體表面，而小直徑的飛沫則會在空氣中懸浮著，時長

可從數分鐘至數小時。而這些飛沫會經由感染者的行為，如呼吸、說話

或咳嗽等等行為而釋放出來，導致周遭人群有機會透過直接或間接途徑

又或是直接吸入而遭到感染。所以當人群與感染者足跡有重疊時會大大

地增加感染風險，因此人口流動可以視為影響感染風險的一大因素。 

但是增加傳染的風險並不只有人口流動一種，近幾年受空氣污染

的影響，也讓我們對於空氣品質與疾病之間的相關有更進一步的了解。

已有需多研究證實空氣汙染會增加呼吸道疾病的風險，像是懸浮微粒 

(PM)、氣態污染物（臭氧、二氧化氮和二氧化硫）對於哮喘有較明顯

影響[2]，而長期暴露空氣污染物較高的環境會影響兒童呼吸系統發育

[3]。由此可見空氣品質及汙染物對於疾病存在一定的影響因素。對於

呼吸道疾病而言，汙染物中的懸浮微粒 (PM) 已被證實容易引發呼吸道
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相關疾病[4]。因為其粒徑較小可經由呼吸進入人體，進而穿透肺泡在

人體內循環。除了容易引發呼吸道疾病以外，細懸浮微粒也可能攜帶依

附在顆粒上的汙染物一同進入體內。此細懸浮微粒的特性也同樣可以讓 

COVID-19 的病毒依附在顆粒上面進入體內而導致感染[5]。而目前多數

國家中空氣污染較嚴重的地區，同樣也會有較嚴重的影響[6]。因此空

氣品質及空氣汙染物同樣可視為 COVID-19 傳染的途徑。 

而上述的人口流動與空氣品質除了可單獨視為 COVID-19 的傳染

途徑外，經研究證實人口流動與空氣品質之間有一定的相關性，例如因

為開車等交通行為而造成二氧化氮 (NO2) 以及細懸浮微粒 (PM2.5) 的增

加 [7]。而感染者的交通行為會使得疫情更進一步的傳播，病毒會隨著

這些感染者的途徑進行擴散。以最先感染的武漢市為例，有研究發現其

他城市的確診者增加，與武漢市的人口流入有著密切的相關[8]。 

這兩者之間的相關更進一步表示人口流動及空氣汙染物對於 

COVID-19 有著明確的影響。此外在 2020 年 12月時針對 COVID-19 的

首支疫苗研發完成並開始施打，因為疫苗的出現有效降低感染後的重症

率，進而減少了死亡風險，同時也因為重症的減少，大多確診者轉變成

無症狀患者，確診數也跟著下降，所以我們也將疫苗施打比例是為影響

疫情的重要因素之一。 

本研究將透過上述所提到的影響疫情的三個因素，人口流動、空

氣品質及疫苗施打比例來進行未來確診人數及活動病例預測。本研究將

針對預測出的人數進行排隊理論分析，獲取平均康復時間，進而評估未

來的疫情高風險時段，提供相關機構對於防疫措施的參考數據，以達到

對疫情更好的控制。 
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第二章 文獻探討 

第一節 人口流動與 COVID-19的相關性 

鑒於 COVID-19 是透過飛沫傳染，因此在其傳染途徑中，人與人的之

間的足跡重疊扮演著重要的角色。現今的防疫措施大多也是限制人們的行

動，減少重疊避免互相感染。但在疫情初期還不太了解 COVID-19 極強的傳

播性，可以觀察到確診案例與最開始爆發疫情地區的人口流動有著高度的

正相關[8]。2019年末做為首例 COVID-19 出現地的中國就有研究人員利用

COVID-19 病例的時間和位置信息及武漢市的人口流動進行研究。中國一些

病例數較少的城市，當其病例數突然急增，其原因來自於武漢市的人口外

流，因此確定來自武漢市人口流動與鄰近地區確診案例有高度的正相關0。 

而同樣位於中國的研究將研究時間延長至政府進行防疫措施，防疫措

施將所有可以進行人口流動的交通方式都進行暫停，進而發現限制人口流

動對於 COVID-19 而言是有效的防疫措施[9]。而之後許多國家在疫情爆發

後也開始限制市民的活動量來達到疫情控制，但限制的幅度可能不盡相同，

時長也漸漸拉長。以瑞典為研究背景的研究就指出，雖然瑞典採取較溫和

的限制措施，並沒有強制禁止人口流動，但依舊是有降低確診率的效果[10]。

以及在英國背景下的研究，以英國六個常見的移動空間根據時間變化進行

分析，發現零售超市及交通設施的人口流動減少幅度最大。但公園的使用

起初是有減少但也漸漸回復到限制之前的流動量，以及其他空間在後期隨

時間推移流動量也有所增加[11]。同樣的情形在南韓的研究中也有提到，南

韓 2020 年 1 月至 3 月的全國的日均交通量與疫情尚未爆發的 2019 年相同月

份進行分析，雖然 2020 年 1 月至 3 月與 2019 年同期相比有明顯下降，但將 

2020 年 1 月至 3 月進行比較，發現交通量正在慢慢回升，研究指出這種情

形可能導致疫情傳播風險的增加[12]。 
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從上面的研究可以發現，在進行限制市民活動量的措施之後，市民可

能會因為長期的行動受限制導致在限制解除後有報復性出遊的行為。而在

另一個南韓研究中證實了這項可能，研究中有提到在第一波疫情結束後，

市民因為不再被限制而擁入其他地區造成第二波的疫情[13]。可以看出人口

流動對於 COVID-19 的影響性是一直存在，並不只停留於首次爆發，而是持

續性的影響，但也並非所有區域都是相同的。在美國的研究中還有提到城

市與郊區對於限制人口流動的反應可能不太一樣，城市可以較明顯的看出

限制效果，但因為郊區本身人口流動就沒有城市頻繁，所以限制前後的差

別並不顯著。因此較難看出郊區人口流動與新增確診之間的相關性[14]。這

點同樣可以在南韓研究中驗證，雖然交通量確實與確診數有著正相關，但

並不是所有區域都一樣[13]。根據上述所提到研究我們可以發現人口流動確

實與 COVID-19 有著一定的相關性，但對於人口流動本就比較稀少的地區而

言，兩者之間的相關性就稍嫌不足，需要有其他特徵來補足其相關性。 

第二節 空氣汙染物與 COVID-19的相關性 

空氣汙染對於呼吸道疾病的影響已經是經過多年的驗證，不論是對於

兒童、成年人[15]，又或是對於老年人[16]，對於短期暴露在空氣污染下而

造成的急性影響[16]，以及長期暴露的慢性影響[15]，都可以證實空氣汙染

與呼吸道疾病的相關性極高。而 COVID-19 也不例外，已經有研究指出長期

暴露在空氣污染下會增加 COVID-19 的感染和 COVID-19 疾病嚴重程度的風

險[17]。其中特指汙染物細懸浮微粒，在相關研究結果指出細懸浮微粒可能

增加肺部纖維化的嚴重程度[18]，而短期暴露在空氣污染的影響則是與病毒

在人群中的傳播有相關性[8]，除了會引起肺部炎症以外，細懸浮微粒可能

會協助病毒傳播更遠，這個觀點在意大利環境醫學學會 (SIMA) 提出的研究

獲得證實，同樣的[19]研究認為懸浮微粒是除了飛沫之外促成 COVID-19 傳

播的重要載體，而懸浮微粒能使傳播距離更遠，空氣污染不只本身對於呼
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吸系統就有危害性，更可以增加病毒的傳播性。 

義大利研究學者認為其中二氧化氮 (NO2) 以及細懸浮微粒 (PM2.5) 是

促進的 COVID-19 傳播的原因，研究中對義大利全國各地二氧化氮 (NO2) 

以及細懸浮微粒 (PM2.5) 與 COVID-19 發病率進行線性回歸分析，並將老

年人口及人口密度作為潛在因素。研究最後證實二氧化氮 (NO2) 以及細

懸浮微粒 (PM2.5) 濃度每增加 1 µg/m3 就會使 COVID-19 發病率增加1.24 和 

1.56 *104人 [20]。同樣的情形在祕魯的研究也經過證實，祕魯的研究證實二

氧化氮 (NO2) 對於 COVID-19 感染的影響性 [21]。除了汙染物之外氣候因

素也可能是影響 COVID-19 傳播的因素，學者針對紐約市的空氣和氣候數

據包括溫度、濕度、風速、空氣品質及降雨量與  COVID-19 病例使用 

Kendall 和 Spearman 進行相關性分析，結果顯示空氣品質與溫度對 COVID-

19 有著顯著相關 [22]。這個發現與針對米蘭的空氣與氣候進行 Person 相關

性分析的結果相同，研究發現對於米蘭而言 COVID-19 與相對溼度呈負相關。

乾燥的空氣更適合病毒的傳播，並與氣溫呈正相關。此外也證實每日新增

病例與空氣汙染中的懸浮微粒(PM2.5、PM10)之間的正相關性 [23]。從上述

中可以證明細懸浮微粒與新增病例間的相關。 

而對於死亡病例，二氧化氮 (NO2)的影響則是更加明顯，研究指出

因為暴露在二氧化氮 (NO2) 環境下會導致肺部發炎，進而影響 COVID-19 

後的致死率，研究中在選定的研究國家中，有78%的死亡案例發生在二氧

化氮 (NO2) 高濃度地區 [24]。另外研究學者對於法國三個城市的二氧化氮 

(NO2) 與 COVID-19 死亡病例使用Artificial Neural Networks (人工神經網路) 

估算其閥值並使用Causal Direction from Dependency (D2C) algorithm 驗證其

因果性，結果表明二氧化氮 (NO2) 與 COVID-19 死亡病例存在因果關係並

且不同城市有的不一樣的二氧化氮 (NO2) 閥值 [25]。這個結果與研究背景

為紐約的研究也同樣被證實，研究驗證其因果性，並且提出細懸浮微粒 
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(PM2.5) 對於死亡病例同樣存在著因果關係 [26]。此外有研究發現在防疫

政策下可以更明顯的看出限制人口流動與空氣汙染的因果關係 [27]。 

第三節 人口流動與空氣品質的相關性 

 對於空氣品質而言，存在許多影響因素。許多研究 [28][29]指出在

人口較密集的城市地區，其空氣質量會隨著人口增加而下降。在德國研究 

[28] 中使用當地的人口密度與空氣汙染進行分析，進而發現到較高的人口

密度會惡化當地的空氣品質。在中國的研究 [29] 也得到相同的結論，研

究結果顯示城市面積、城市人口和人口密度與細懸浮微粒 (PM2.5) 呈正相

關。但主要影響空氣汙染的因素不僅只有人口密度，例如在台灣主要的汙

染源除了氣候帶來的境外汙染源之外，中南部的境內汙染源多為發電廠、

重工業及焚化爐等等的廢氣排放，而人口較密集的北部則是來自都會區的

汽機車廢氣排放。從上述可得知對於汽機車等交通方式的廢氣排放是造成

空氣汙染物大增的重要因素。而多個研究 [30][31] 也已證實此觀點，在羅

馬尼亞的研究 [30] 中指出交通壅塞與一般交通產生的汙染物與空氣品質

之間存在著相關性。同樣在馬來西亞的研究 [31]也證實，人口流動所造成

的交通現象會影響其空氣品質。從上述的結果可以看出人口流動對於空氣

品質的影響性，同樣的結果在 COVID-19 期間也可以發現到，在孟加拉的

研究 [32] 中，以 COVID-19 最嚴重的地區的空氣品質為資料進行分析，觀

察限制人口流動前後的空氣品質變化。結果發現在限制人口流動後的空氣

汙染物大幅減少，特別是交通量較大的城市，其空氣汙染物減少幅度最為

顯著。而在巴西也做了相同的研究 [33]，結果與孟加拉類似與封鎖前相比

大部分的汙染物都有下降的趨勢。由此可知人口流動與空氣汙染間有著顯

著的相關，這能協助我們更進一步地去預測 COVID-19 。 
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第四節 呼吸道疾病預測 

 呼吸道疾病包含流行性感冒、哮喘、慢性阻塞性肺病、肺部纖維化、

百日咳、肺結核以及肺癌等等。其中症狀因為感染的位置而有所不同，上

呼吸道感染包括一般感冒，常見症狀為咳嗽、喉嚨癢、喉嚨痛、流鼻水，

而下呼吸道感染包括肺炎，其常見症狀為反覆咳嗽、胸痛、咳出濃痰、喘、

高燒。此外在 2003 年在台灣肆虐的嚴重急性呼吸道症候群(Severe Acute 

Respiratory Syndrome, SARS) 也是屬於呼吸道疾病的一種，而近兩年造成

人心惶惶的疫情 COVID-19 ，其病原新型冠狀病毒 (SARS-CoV-2)，在受

病毒感染後感染者會出現輕度至中度呼吸道症狀，症狀為上呼吸道感染症

狀與一般感冒類似，所以通常無需特殊治療即可康復。但部分個案特別是

老年人和患有心血管疾病、糖尿病、慢性呼吸道疾病或癌症等疾病的族群，

可能出現嚴重的肺炎與呼吸衰竭等症狀。因此任何人都可能感染 COVID-

19 並都會有病重或死亡[34][35]。 

為了預防 COVID-19 大肆傳染，我們期望使用機器學習 (Machine 

Learning) 與人工神經網路 (Artificial Neural Network) 技術去對疾病進行預

測。機器學習是從資料中自主分析進而獲得資料中存在的規律，並且使用

這些規律對未知資料進行預測的演算法[36]，人工神經網路則是通過一個

基於數學統計學類型的學習方法得以最佳化[37]。 

機器學習演算法基本上分成四類，監督式學習 (Supervised Learning) 、

半監督式學習 (Semi-supervised Learning) 、非監督式學習 (Unsupervised 

Learning)、強化式學習 (Reinforcement learning)。監督式學習是使用已知

或是已標記完成的資料集進行學習，半監督式學習則是使用少部分資料進

行標記來學習，無監督式學習利用未知資料集進行學習，而強化式學習則

是剛開始不訓練，從錯誤的過程裡學習。對於使用機器學習來進行疾病預

測，已經有許多研究可以證實其準確性，不論是用於預測心血管疾病 [38] 
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又或是呼吸道疾病中的慢性阻塞性肺病 [39]、肺結核相關治療 [40] 以及 

COVID-19[41]。 

但隨著資料的複雜度增加，機器學習已經無法滿足我們的需求，因

此我們會使用人工神經網路來進行更複雜的學習。人工神經網路是由一個

輸入層、一個或多個隱藏層，以及一個輸出層所組成，稱為一個節點。每

一個節點或人工神經元會連接到另一個，而且具有相關加權和臨界值。如

果任何個別節點的輸出高於指定臨界值，隨即啟動該節點，並將資料傳送

至網路的下一層。 否則，不會將任何資料傳遞至網路的下一層。人工神

經網路對於疾病的預測與機器學習相同也已經被多個研究證實其有效性，

例如預測糖尿病[42]、心血管疾病 [43]、呼吸道疾病[44][45]以及流感[46]，

還有近期的 COVID-19[47]。 

2.4.1 機器學習及人工神經網路演算法 

 本段將介紹常用於預測疾病的機器學習演算法包括多元線性回歸 

(Multiple Linear Regression, MLR)、多項式回歸 (Polynomial Regression, PR)、

支持向量回歸 (Support Vector Regression, SVR) 以及人工神經網路演算法

中最常被使用來預測疾病的長短期記憶 (Long Short-Term Memory, LSTM)。 

• 多元線性迴歸 (Multiple Linear Regression, MLR) 

屬於線性迴歸的一種，線性迴歸是利用線性迴歸方程式的最

小平方函數對自變數 (independent variable) 和應變數 (dependent 

variable) 之間關係進行建模的一種迴歸分析。多元線性迴歸自

變數為多個，因此稱為多元線性迴歸，其公式與簡單迴歸類似

但有更多項，公式為: 

假設資料集輸入 (x,z) 以及輸出 y, 資料長度為n, 資料集T= {(𝑥1,

𝑧1, 𝑦1), (𝑥2, 𝑧2, 𝑦2), … (𝑥𝑛, 𝑧𝑛,  𝑦𝑛)}，將資料集 T 帶入多元線性
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回歸 

𝑦 = 𝛽0 + 𝛽1𝑥1 + 𝛽2𝑥2 + ε (1) 

𝛽0為截距，𝛽1、𝛽2為斜率可視為𝑥1、𝑥2變動一個單位導致 y 變動

的量，ε為誤差。 

線性回歸其計算量較小，所以訓練速度快，但也容易受離群

值的影響而產生誤差。此外實際資料通常不會有如此明顯的線

性相關，而非線性的關聯則會被線性回歸給忽略掉。 

• 多項式回歸 (Polynomial Regression, PR) 

多項式回歸同樣為回歸分析的一種，與線性回歸不同，其可

以模擬非線性相關性。當自變數和應變數之間的關係為非線性

時就可以使用，其會將關係建模為自變數的 n 次多項式。其公

式為: 

假設輸入為 x, 輸出 y 

𝑦 = 𝛽0 + 𝛽1𝑥 + 𝛽2𝑥2 + 𝛽3𝑥3 + ⋯ + 𝛽𝑛𝑥𝑛 + 𝜀 (2) 

𝛽0為截距，𝛽1, 𝛽2, ⋯ 𝛽𝑛為斜率。 

多項式回歸雖然可以模擬出資料間的非線性關係，但使用前

需要先了解資料特性，因為需要選擇適合的指數進行擬合，但

在選擇指數過程中容易會選擇太貼合訓練資料的指數而導致模

型過擬合(overfitting)。  

• 支持向量回歸 (Support Vector Regression, SVR) 

支持向量回歸為支持向量機 (Support Vector Machine, SVM)的
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延伸，SVM 適合用於分類。SVR 在高維或無限維空間中構造超

平面或超平面集合，其將資料投射為空間中的一點，進而找到

一個超平面。接著將新資料投射到同一空間，並基於它們的落

點來對資料進行預測。其公式為: 

假設資料包含輸入 x 以及輸出 y, 資料長度為n, 資料集T= {(𝑥1,

𝑦1), (𝑥2, 𝑦2), … (𝑥𝑛, 𝑦𝑛)}，其線性模型: 

𝑦̂(𝑥) = 〈𝑤, 𝑥〉 + 𝑏      (3) 

𝑦̂ 為模型的估計輸出，𝑤為權重向量，𝑏為截距，但大多數據不

為線性，因此有非線性的模型: 

𝑦̂(𝑥) = 〈𝑤, 𝜙(𝑥)〉 + 𝑏     (4) 

 

𝜙 為非線性核函數，模型需要選擇正確非線性映射𝜙(𝑥)並你核

出最佳的𝑤，其公式表現為i = {1, 2, 3, ⋯ , 𝑛} , ε 為最大誤差: 

𝑚𝑖𝑛𝑖𝑚𝑖𝑧𝑒   
1

2
‖𝑤‖2 

𝑠𝑢𝑏𝑗𝑒𝑐𝑡 𝑡𝑜 𝑦𝑖 − 〈𝑤, 𝜙(𝑥𝑖)〉 − 𝑏 ≤ 𝜀 

(5) 
 

SVR 與 SVM的區別在於， SVM是最近的樣本點與超平面的距

離最大，SVR則是最遠的樣本點到超平面的距離最小。 

• 長短期記憶 (Long Short-Term Memory, LSTM) 

LSTM為時間循環神經網路 (Recurrent Neural Network, RNN) 中

的一種模型，其適合處理時間序列資料，表現通常會較時間循

環神經網路來的更好，因為 LSTM 補足 RNN 的梯度消失，而 



11 

 

LSTM 透過記憶功能來解決這個問題 。 

LSTM利用三個控制閥來決定記憶的儲存與使用，分別為輸入

閥(Input Gate)、輸出閥 (Output Gate) 以及遺忘閥 (Forget Gate)。 

 

圖 1. LSTM 示意圖 

從可以看到圖 1中有一條由左至右貫穿的水平線，其代表單元

狀態而黃色的為閥。單元狀態會透過閥做調控。接下來會依照圖 1

由左至右介紹各個閥: 

公式()~()中，LSTM 輸入為 𝑥𝑡 ∈ ℝ𝑑，遺忘閥為 𝑓𝑡 ∈ ℝℎ，輸入

閥為 𝑖𝑡 ∈ ℝℎ，輸出閥為 𝑜𝑡 ∈ ℝℎ，隱藏狀態為 ℎ𝑡 ∈ ℝℎ，單元狀態

為 𝐶𝑡 ∈ ℝℎ，𝑊 ∈ ℝℎ×𝑑、𝑏 ∈ ℝℎ為訓練中的矩陣及網路學習計算元

值。 

1. 遺忘閥: 

遺忘閥可以決定哪些資料需要被記住或是遺忘，它透過邏

輯函數 (𝜎)來決定在上一層輸出的資料 (ℎ𝑡−1)以及這一層新

增加的輸入 (𝑥𝑡)中多少比例的資料需要被遺忘，邏輯函數

通常使用乙狀函數 (Sigmoid)，若其數值趨近於零則表示資

料要被遺忘，不會帶進下一層。其公式為: 
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𝑓𝑡 = 𝜎(𝑊𝑓 ⋅ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑡)   (6) 
 

2. 輸入閥: 

輸入閥的功能則是決定是否將新輸入的資料記錄到單元狀

態中，包含資料是否會被記錄以及對主要單元進行更新。

輸入閥與遺忘閥一樣透過  𝜎 來決定有多少新輸入資料 (𝑖𝑡)

會被記錄，同時 tanh 激勵函數會計算出一個向量 ( 𝐶𝑡̃ )，決

定出更新到主要單元 ( 𝐶𝑡 )的資料有多少。其公式為: 

𝑖𝑡 = 𝜎(𝑊𝑖 ⋅ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑖)    (7) 

𝐶𝑡̃ = tanh (𝑊𝐶 ⋅ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝐶)    (8) 
 

𝐶𝑡 = 𝑓𝑡 ∗ 𝐶𝑡−1 + 𝑖𝑡 ∗ 𝐶𝑡̃    (9) 
 
 

   輸出閥: 

輸出閥使用 𝜎 來決定有多少資訊會被輸出( 𝑜𝑡  )， 𝐶𝑡  透過 

tanh 激勵函數來決定主要單元中要被輸出進入下一層的資

料 (ℎ𝑡) 是什麼。其公式為: 

𝑜𝑡 = 𝜎(𝑊𝑜 ⋅ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑜)     (10) 

ℎ𝑡 = 𝑜𝑡 ∗ tanh (𝐶𝑡)       (11) 

2.4.2  實際研究 

在預測 COVID-19 方面，有研究證實使用最簡單的線性回歸也能獲

得一定的效果，在印度尼西亞為研究背景的研究中使用羅吉斯回歸 

( Logistic Regression ) 來針對 COVID-19 的爆發進行預測。預測所使用的

訓練資料為 2020/03/02 至 2020/11/12 的印度尼西亞 COVID-19 每日確診人

數以及康復人數，並使用平均絕對誤差 ( Mean Absolute Error , MAE ) 以及

均方誤差 ( Mean Square Error , MSE ) 來衡量模型的準確性。研究結果顯示

羅吉斯回歸確實可以針對 COVID-19 的爆發進行具有準確性的預測[48]。
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另外在印度的研究使用多元線性回歸 (Multiple Linear Regression ) 與線性

回歸 ( Linear Regression ) 進行比較，結果顯示多元線性回歸的預測結果較

線性回歸來的好[49]，因此選擇較多的特徵進行預測可能會帶來更好的結

果。 

另外也有研究使用其它預測模型，分別為線性回歸[49]、隨機森林

回歸（Random Forests Regression , RFR）[50]、支持向量回歸 ( Support 

Vector Regression ,  SVR) [51]、以及長短期記憶（Long Short-Term Memory，

LSTM）[52]。研究[53]以各國的確診病例總數、死亡總數、新確診病例總

數、新死亡總數、康復患者總數、活動患者總數和傳播分類為特徵進行預

測，並計算其平均絕對百分比誤差( Mean absolute percentage error , MAPE ) 

以及均方根誤差 (Root Mean Square Error , RMSE ) 來進行準確性比較。除

了上述方法以外有研究也使用支援向量機 ( Support Vector Machine , SVM ) 

[54] 、高斯過程回歸( Gaussian Process Regression , GPR ) [55] 、差分整合

移動平均自我迴歸模型 ( Autoregressive Integrated Moving Average model , 

ARIMA ) [56] 以及使用流行病學的房室模型 ( SEIR/SIR ) [57][58] 來進行

預測。 

第五節 風險評估 

 疾病的傳播風險在流行病學上被稱為基本傳染數  ( Basic 

Reproduction Number , R0 ) ， R0 是指在沒有任何防疫措施的介入，以及所

有人都沒有免疫力的情況下，平均一個感染到某種疾病的確診者能把疾病

傳染給幾個人。 而當 R0 的數字愈大，表示能傳染的人數越多，疾病的控

制愈難，病毒傳染力強，繁殖速度快。 R0 小於一時表示其傳染力減弱，

疾病會逐漸消失。R0 等於一時，其感染力維持原狀，但並不會成為流行

病 [59]。像是我們所熟知的麻疹、天花以及風疹等等，其 R0 值都大於一，

可以稱為流行病。而近兩年來肆虐全球的 COVID-19 其 R0 值同樣也大於
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一，且不同的變異株其 R0 值也不盡相同，有研究進行計算，Delta 變異株 

R0 為 5.1 [60]，Alpha 變異株為 4 ~ 5 [61] 而近期的 Omicron變異株 R0  值則

高達 7 [62]。此外 R0 值在不同地區其數值也不盡相同，有研究就以西歐地

區與中國進行比較，研究得出的 R0 值與中國相比較低 。因此研究指出，

如果想要阻止疫情爆發所需的歐洲人口中免疫人群的比例可能會比中國所

需的人口比例再來的少 [63]。但 R0  值只用於計算流行病初期，當公共衛

生干預措施開始及人群裡出現有抵抗力的人口時 R0  值就失去其有效性。

我們則需要改算有效再生數 ( Effective Reproductive Number , Rt ）估算在

一定時間內傳染數量的變化，去看其趨勢，得知其傳播能力。若 Rt 值小

於 1 則表示疫情有好轉的趨向。再面對 COVID-19 同樣有研究使用 Rt 值

估算疫情的風險。在加拿大及印度的研究[64][65]中使用不同方法去估算 

Rt 值，在研究的結果中可以看到研究人員有說到估計的結果只是近似並

不為準確值，但有其參考價值。因此我們可以知道 Rt 值的計算並不容易。 

 從上述可知因為 R0 值以及 Rt 值的計算較複雜，所以衍生出其他評

估方式。例如流行病學常使用的房室模型 (Compartmental models)[66] ，以

及排隊理論 (Queueing Theory)[67]。房室模型試圖預測諸如疾病如何傳播、

感染總數或流行病持續時間等事物，並估計各種流行病學參數，例如繁殖

數。這樣的模型可以顯示不同的公共衛生干預措施如何影響流行病的結果，

例如，在特定人群中 發布有限數量的疫苗最有效的技術是什麼。排隊理

論則是處理到達具有固定數量服務器的設施的服務客戶的分析，雖然將排

隊論與流行病學聯繫起來的工作相對較少，但也有研究[68]將排隊理論應

用到房室模型上。另外排隊理論對於評估醫療量能的部分也會較其他方法

來的直觀，有許多研究[69][70]使用排隊理論來評估醫院的病床使用，或

是醫療資源分配。但對於預測流行病的流行時長，在葡萄牙的研究[71]使

用排隊理論來預估流感的流行時長。 

 同樣在面對 COVID-19 時，我們可以使用排隊理論來預估醫療量能
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是否充足。以荷蘭的研究[69]為例，研究COVID-19 的入院消耗了荷蘭 

ICU 和診所的相當大的資源，研究還發現當第二波疫情發生時每日入院人

數還沒有達到第一波的峰值水平，但第二波的上升和下降速度要慢得多，

導致患者人數和住院天數更高。這不可避免地會導致更多的醫療資源的消

耗。同樣的在澳大利亞也有關於面對 COVID-19 時需要有多少床位才能負

荷的疫情進行研究[72]。研究同樣使用排隊理論來進行分析，結果表明對 

ICU 床位的迫在眉睫的需求可能會壓倒附近最大的澳大利亞醫院的容量 。

同樣在美國對於在 COVID-19 期間的呼吸機資源分配進行研究[73]，先預

測 COVID-19 的患者生存概率以及呼吸機使用時間，再使用排隊理論進行

分析，並得到一個合理的分配方案。從上述可以看到對於分析目前疫情風

險，除了可以預防未來的爆發也可以評估政府對於疫情的控制能力。在評

估政府的控制能力方面可以從醫療體系來看。當醫療量能還足夠負荷當前

感染人數時表示疫情還在政府可控制的範圍，一旦不足時表示政府失去對

疫情的控制。這個結果可以在台灣的研究 [74]中發現，研究利用各國確診

病例、死亡病例和康復病例的數量來評估不同國家實時控制 COVID-19 流

行病的能力 。上述這些研究可以證實排隊理論可使用於評估疫情的風險。 

2.5.1 排隊理論 

排隊理論是一種簡單的數學研究，用於預測隊列或等待區域的長度

以及等待時間而最簡單的排隊理論為圖 2所示。 

 

圖 2. 排隊理論示意圖 

可以從圖  2看到  λ 也就是輸入，在排隊理論可以視為顧客，排隊區
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(Waiting area)，在顧客進入等候區之後要進行排隊，排隊區是採用先進

先出的模式，但也有模型可以設定有特權要插隊為更進階的模式。服務 

(Service node)，可以視為服務顧客的地方，其為正在處理工作的單位。

圖()其假設只有一個服務櫃台。而基於排隊理論而提出的公式為利特爾法

則 (Little’s law) [75]其公式為: 

L = λW (12) 

L為平均等候的顧客人數，λ 為長期的顧客有效抵達率，W 為顧客平均等

待時間。 
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第三章 研究方法 

本研究目標為預測分析 COVID-19 的爆發風險。研究會透過美國國

家環境保護局[76]架設之室外空氣品質感測器，獲取各州感測器之 NO2 、 

SO2 、 Ozone、 PM2.5 、PM10 及 CO 數據。以及 Apple Maps [77]所提供移

動趨勢報告，其報告包含各州開車、走路以及搭乘大眾運輸工具數據。

還有完整接種疫苗的人數比，透過上述的資料針對各州的感染風險進行

研究。圖 3為研究架構，此章節會介紹資料收集、相關性分析以及資料

前處理，而在第二節研究則會介紹如何將處理好的資料放入模型內進行

訓練，最終獲得預測值。在第三節則會介紹研究如何將預測結果帶入排

隊理論中進行分析以及研究如何使用排隊理論的結果進行風險分析。研

究會依照圖 3 的研究架構進行。 

 

圖 3. 研究架構圖 
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第一節 資料來源、相關性分析及前處理 

3.1.1 資料來源 

本研究選定美國為實驗對象，因為其人口數較充足，自2020年至今

經歷過不只一次的疫情爆發，更適合用來分析每次疫情爆發間的差別。透

過 Worldometer[78] 及 USAFacts [79] 獲取美國各州從 2020/01/13 起每日確

診人數及活動病例。空氣汙染物的資料則是來自美國國家環境保護局官方

網站[76]獲取自 2020/01/13 起每日各州的資料，分別為每日最大 1 小時 

NO2 濃度、每日最大 1 小時 SO2 濃度、每日最高 8 小時 Ozone 濃度、每日

平均 PM2.5 濃度、每日平均 PM10 濃度以及每日最高 8 小時 CO 濃度。而人

口流動資料則是來自 Apple Maps [77]所提供自 2020/01/13 起的移動趨勢報

告，以各州 2020/01/13 的交通量為基準值每日的開車、走路以及搭乘大眾

運輸工具的變化量，Apple Maps 的交通量為統計使用者向Apple Maps 提

出導航要求的數量。研究選擇Apple Maps 而非 Google Mobility 的原因為

根據 Statista 數據庫所提供美國手機系統統計[80]，iOS 系統在美國使用人

口中佔超過半數的比例，因此研究會選擇使用較多人使用的Apple Maps 

交通量數據做為研究。兩劑疫苗接種的人數比例則是來自 Our World in 

Data [81]所提供美國各州資料。由於美國州數眾多本研究將挑選其中四個

州作為主要研究目標，其分別為加利福尼亞州、佛羅里達州、紐澤西州以

及紐約州，資料收集的時間為2020/01/13 ~ 2021/12/31 共 719 天。 

以下對於本研究所選擇之空氣汙染物其主要來源進行介紹，NO2  

來自於石化原料的不完全燃燒以及汽車排放之廢氣。SO2 工業過程中多

產生以及燃燒煤或石油時也會排放。Ozone 為二次污染物，其是因為工

業過程及汽車排放之廢氣在經過化學反應後，而產生。也就是空氣中的

有機揮發氣體 (VOC) 和來自工廠和汽機車排氣管所排出的廢氣 (氮氧化
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物 , NOx)，被強烈陽光照射後，和空氣中的氧結合形成臭氧。PM2.5  來源

同樣多來自於工業燃燒及汽機車的廢氣排放為主。CO 來自於汽車所排

放之廢氣，因燃燒不完全而產生。可以發現這些汙染大多都與汽機車也

就是交通行為有相關。 

3.1.2 資料前處理 

資料收集完成後，首先我們針對空氣汙染物資料進行缺失值處裡

處理方法分為兩種，第一種為監測站的空缺是一天長度的缺失值，這種

空值的部分，研究會利用前後天的汙染物數值平均數去進行補值。而第

二種的缺失值為缺失長期資料，這種資料若是使用平均值處裡可能會導

致資料特徵的消失，因此研究會將缺失天數大於一的監測站在後面進行

監測站是值平均時暫時剔除。處理好缺失值後由於空氣汙染物資料為每

個州內各個監測站的空氣汙染物資料，因此研究需要將該州有數值的監

測站的數據進行算術平均後將結果視為是該州的空氣汙染物資料。最後

完成前處理後，研究發現各州多數監測站 PM10 的數值有長期缺漏的情形，

進行平均數補值可能會造成數據不真實，所以將 PM10 從特徵中剔除。 

第二個進行前處理的資料為 COVID-19 中的活動病例資料(Active 

Cases) ，因為網站所提供的活動病歷資料其數據的公式為: 

𝐴𝑐𝑡𝑖𝑣𝑒 𝐶𝑎𝑠𝑒𝑠 = 𝑇𝑜𝑡𝑎𝑙 𝐶𝑎𝑠𝑒𝑠 − 𝑇𝑜𝑡𝑎𝑙 𝐷𝑒𝑎𝑡ℎ𝑠 − 𝑅𝑐𝑜𝑣𝑒𝑟𝑒𝑑 

其為累積資料，而研究想要的是每日活動病例，因此研究針對這

個資料進行前處理，會使用公式: 

𝐴𝐶𝑡
′ = 𝐴𝐶𝑡 − 𝐴𝐶𝑡−1 (13) 

𝐴𝐶為活動病例資料集，而 𝐴𝐶𝑡 則是在 𝑡 時間點的 𝐴𝐶 資料。將 𝑡 時

間點的 𝐴𝐶 資料減去𝑡 − 1時間點的資料後我們就可以獲得 𝑡 時間點的每

日活動病例(𝐴𝐶𝑡
′)。 

最後會針對疫苗接種資料進行前處裡，由於美國疫苗施打的日期
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是由 2021 年年初開始，所以在2020 年時的資料將會進行補零，零值有

其存在的意義，確實表明 2020 年時疫苗還為研發完成，市民們也未接種

過疫苗。 

3.1.3 各州資料分析 

 進行完第一次資料前處理後我們將會針對處理好的資料進行一次相

關性分析。首先會針對各州的空氣汙染物資料進行分析了解資料的特性。 

 加利福尼亞州 佛羅里達州 紐澤西州 紐約州 

人口 39,538,223 21,538,187 9,288,994 20,201,249 

土地面積 423,970 平方公里  170,304 平方公里 22,588 平方公里 141,299 平方公里 

人口數為美國人口調查局 2020年6月調查結果 

表 1.州人口及土地面積表 

表 1.州人口及土地面積為加利福尼亞州、佛羅里達州、紐澤西州以

及紐約州的人口總數、土地面積及是否有公共運輸。從表格數據中可得知，

人口密度由高至低分別為紐澤西州、紐約州、佛羅里達州，最後則為加利

福尼亞州。其中紐澤西州的人口密度為其他三州的四倍。在交通方面四個

州都具有鐵路及公路系統，而在公共運輸方面，巴士交通則是只有紐澤西

州以及紐約州具備。 

資料搜集完成後，對各州的資料進行分析，研究會先使用2019 年四

個州的空氣汙染平均數進行觀察了解各州特性。再使用各州 2019/01/01 ~ 

2021/12/31 的空氣汙染物資料依照疫情出現前後進行分段比較，繪製盒狀

圖將資料視覺化，進而了解各州在疫情發生前後的空氣汙染物變化。 
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圖 4. 加利福尼亞州、佛羅里達州、紐澤西州以及

紐約州2019 年 NO2 盒狀圖 

 

圖 5. 加利福尼亞州、佛羅里達州、紐澤西州以及

紐約州2019 年 SO2 盒狀圖 

 

圖 6. 加利福尼亞州、佛羅里達州、紐澤西州以及

紐約州 2019 年 Ozone 盒狀圖 

 

圖 7. 加利福尼亞州、佛羅里達州、紐澤西州以及

紐約州 2019 年 PM2.5 盒狀圖 
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圖 8. 加利福尼亞州、佛羅里達州、紐澤西州以及

紐約州 2019 年 CO 盒狀圖 

 

 

 

 

 

 

 

 

 

 

美國肺臟協會 (ALA) 20 年空氣狀況報告中[82]有提到加利福尼亞

州較糟糕的空氣品質，其為美國空氣汙染嚴重的地區。加利福尼亞州的

空氣污染源來自汽車交通以及工業污染。該州的當地地形，特別是在農

業地區，加上溫暖的天氣，有助於將污染捕獲在谷壁內，從而增加臭氧

水平。從圖 6中也可以看出加利福尼亞州的臭氧水平高於其他州。而從

圖 4及圖 5可以看到紐澤西州及紐約州有較高的趨勢，紐澤西州人口較

為密集其主要的汙染源來自汽車排放以及燃燒化石燃料的發電廠。而紐

約州也有相同情形，大部分污染來自車輛排放、用於發電的化石燃料燃

燒和住宅建築供暖及製冷。佛羅里達州的空氣汙染情形可以從圖 7看到，

以PM2.5 為大宗，根據佛羅里達州環境保護部的報告中可以看到，佛羅

里達州的 PM2.5 來源可分為內部及外部，外部為撒哈拉沙漠吹過大西洋

的沙塵，內部則為野火的影響。由上述可以看出各州的汙染物生成原因

較為不同，紐約州及紐澤西州主要受交通及發電廠影響、佛羅里達州則

受野火影響而加利福尼亞州是因為地形及其氣候。 
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圖 9. 疫情前後加利福尼亞州,佛羅里達州,紐

澤西州以及紐約州的 SO2 盒狀圖 

 

圖 10. 疫情前後加利福尼亞州,佛羅里達州,紐

澤西州以及紐約州的 NO2 盒狀圖 

 

圖 11. 疫情前後加利福尼亞州,佛羅里達州,紐

澤西州以及紐約州的 PM2.5 盒狀圖 

 

圖 12. 疫情前後加利福尼亞州,佛羅里達州,紐

澤西州以及紐約州的 Ozone 盒狀圖 
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圖 13. 疫情前後加利福尼亞州,佛羅里達州,紐

澤西州以及紐約州的 CO 盒狀圖 

 

 

從圖 9~ 圖 13中我們可以看到在上面由提到的汙染物來源多為車輛

排放的地區也就是紐約州及紐澤西州在疫情前後 NO2 及 SO2 汙染物水平

有著較明顯的下降。但 PM2.5 於佛羅里達州及加利福尼亞州而言則是有

些汙染物平均水平有上升的情形，推測原因可能與這兩周的野火情形相

關，野火的燃燒產生PM2.5。而在 Ozone 的情形則可以發現原本 Ozone 

濃度最高的加利福尼亞州有著明顯的下降。CO 則是只有佛羅里達州有

最為明顯的上升。五種汙染物在疫情發生前後都能看到存在著起伏，這

是否意味著它們與 COVID-19 存在著一定的相關性，又或是在 COVID-

19 中扮演傳播的角色，後面研究會針對這一點做更進一步的分析。 

3.1.4 資料相關性分析 

為了解研究所選擇的影響因素是否與 COVID-19 有相關性，研究針

對這些資料進行了相關性分析，我們使用皮爾森基差相關係數[83]以確

保其相關性。皮爾森基差相關系數適用於測量兩個變量之間的線性關係

程度。皮爾森基差相關系數 (Pearson Correlation) 以測量兩個變量之間的
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線性關係程度。它被稱為測量感興趣變量之間關係的最佳技術，因為它

基於協方差方法。它提供了有關變量之間聯繫幅度的信息，並給出了這

種關聯的方向。計算出的相關值應該在 -1 和 1 之間，分別表示強負相

關或強正相關，以下為其公式: 

𝑟為相關係數，𝑛為資料集大小，𝑥𝑡為(空氣汙染物/ 人口流動/ 疫苗

接種率) 在 𝑡 時間的資料，𝑦𝑡  則是確診人數在 𝑡 時間的資料，𝑥̅, 𝑦̅則是

資料的算術平均數 

𝑟 =
∑ (𝑛

𝑡=1 𝑥𝑡 − 𝑥̅)(𝑦𝑡 − 𝑦̅)

√∑ (𝑥𝑡 − 𝑥̅)2𝑛
𝑡=1 √∑ (𝑦𝑡 − 𝑦̅)2𝑛

𝑡=1

 (14) 

本研究會先根據不同防疫政策將資料做切割，主要以防疫條件最

為嚴格的居家令作為劃分點，分為還未執行防疫措施時期、居家令執行

時期以及解除居家令時期。研究所選用的居家令時期為全州的居家令，

只有特定區域的居家令並不列入考慮。而在解除居家令之後，州政府都

有發布戴口罩等相關較不嚴苛的防疫措施。另外疫苗開始施打為 2020

年底開始，所以在前兩個時期還未有數據。研究選擇將資料劃分不同時

期的主要原因為不同的防疫政策對於空氣汙染物及人口流動有一定的影

響，在這些影響下研究所選取的特徵對於確診人數及死亡人數也有著不

一樣的相關性。所以我們會先將不同時期的空氣汙染物及人口流動資料

依照表 2所列出的時間段對資料進行相關性的觀察。 

表 2. 不同時期的起迄時間表 

Period 加利福尼亞州 佛羅里達州 紐澤西州 紐約州 

還未執行防疫措施 

Period 1 

2020/01/13~ 

2020/03/18 

2020/01/13~ 

2020/03/31 

2020/01/13~ 

2020/03/20 

2020/01/13~ 

2020/03/20 

居家令 

Period 2 

2020/03/19~ 

2020/05/07 

2020/04/01~ 

2020/04/30 

2020/03/21~ 

2020/06/09 

2020/03/21~ 

2020/05/14 

解除居家令 

Period 3 

2020/05/07~ 

2021/11/04 

2020/05/01~ 

2021/11/04 

2020/06/10~ 

2021/11/04 

2020/05/15~ 

2021/11/04 
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表 3. 根據不同時期，空氣汙染物、人口流動及疫苗施打率與確診人數相關性分析表

(**為在0.01層級上有顯著性，*為在0.05層級上有顯著性) 

可以從表 3與確診人數的相關性看到與上一小節分析的結果一致，

紐澤西及紐約兩個空氣汙染情形較相似的州，其在三個時期下空氣汙染

物、人口流動與確診人數間的相關性也較為類似。在疫情初期還未進行

防疫措施時，人口流動會是疫情傳播的一大因素 。而進到居家令時期

時，因為被限制人口流動，所以相關性有下降的趨勢，而這時空氣汙染

物中的 SO2 其相關性逐漸上升。在上一小節有提到這兩州的 SO2 平均濃

度本身就較其他兩州來的高，是因為本身交通污染的程度較高。推測是

因為居家令限制了大眾運輸的乘載量，進而導致有需求的人外出改為汽

車，進而有較高的 SO2 汙染。當居家令解除後，人們重新回歸生活，其

餘汙染物水平的影響也逐漸上升，而人口流動的影響則較剛開始有下降

的情形。而對於汙染情形本身就比較嚴重的加利福尼亞州而言，在第一

個時期與人口流動相比，空氣汙染物與確診人數有較高的相關性。但隨

著防疫政策的影響，在居家令時期可以看到空氣汙染的相關性降低，反

而是汽車與步行的相關性增加。而結束居家令後空氣汙染物的相關性又

再度升高，人口流動的相關性下降。由此可以看出加利福尼亞的社會型

態與紐澤西及紐約都不相同，其受空氣汙染的狀況也較為嚴重。佛羅里

 

State Period NO2 Ozone PM2.5 SO2 CO Driving Walking Transit Vaccinated 

California Period 1 -0.564** 0.130 -0.533** -0.321** -0.578** -0.463** -0.483** -0.802** 0 

Period 2 -0.148 0.280* 0.302* -0.032 -0.151 0.211 0.283* -0.355* 0 

Period 3 0.356** -0.369** -0.020 0.224** 0.479** -0.522** -0.430** -0.468** -0.387** 

Florida Period 1 -0.055 0.034 0.424** 0.462** -0.022 -0.603** -0.589** -0.693** 0 

Period 2 0.260 0.028 -0.086 -0.064 0.038 -0.363* -0.357 -0.305 0 

Period 3 0.281** -0.071 0.014 0.049 0.141** -0.151** -0.084 -0.011 -0.388** 

New Jersey Period 1 -0.066 0.152 -0.073 -0.074 -0.020 -0.492** -0.363** -0.609** 0 

Period 2 0.186 0.167 -0.070 -0.193 -0.103 -0.161 -0.183 -0.270* 0 

Period 3 0.107* -0.098* -0.016 0.139** -0.081 -0.127** -0.128** -0.203** -0.173** 

New York Period 1 -0.186 0.232 -0.230 0.005 -0.182 -0.365** -0.362** -0.592** 0 

Period 2 -0.124 -0.060 0.023 -0.043 -0.147 -0.084 -0.167 -0.188 0 

Period 3 0.235** -0.108* 0.036 0.269** 0.073 -0.479** -0.397** -0.350** -0.257** 
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達州則是最為特殊的一個州，可以從上一小節的分析中看到，佛羅里達

州本身的PM2.5有著較高的水平。因此我們可以看到PM2.5在第一個時期

就有與確診人數有著正相關，且同時也能看到人口流動的相關性。這些

相關性在居家令執行後快速的消失，但居家令結束後，空氣汙染的相關

性重新恢復。而佛羅里達州則是四個州裡唯一一個顯示人口流動相關性

不足的州。這與第二章的相關研究[13]中所提到人口較不密集的地區對

於疫情造成的人口流動變化會比較不明顯示，有相同之處。空氣汙染物、

人口流動及疫苗施打率與確診人數間存在些相關性。可以看到有些州是

因為居家令而導致人口流動的相關性降低，以及空氣汙染物在疫情初期

對於傳播的貢獻，而在進行防疫措施後汙染物的貢獻有降低但也並未完

全消失。 

 
圖 14. Pearson Correlation 結果圖 

結果我們可以從圖 14 看到，其中可以看到 NO2 對於確診人數都有

著較高的相關性。Ozone 及 SO2 與確診人數有一定的相關性，而 CO 對

於確診人數有相關性則較低。但最出乎意料的是 PM2.5 的影響性並沒有
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想像中的高，主要原因有二，第一點為研究採用的資料為平均值，有些

城市可能確實有高相關，但因為研究需要州資料將數值平均後造成相關

性降低。第二點，PM2.5 需要在人長期在一定濃度的環境下才能有其影

響如有著平均較高濃度的佛羅里達州以及PM2.5的影響可能不是及時的，

所以下一小節我們將會分析滯後影響對於資料相關性會有什麼影響。 

3.1.5 滯後影響 

由於空氣污染對於人體的影響性可能不是及時的，需要短期待在

這個環境才會有較明顯的影響或是經過一段時間後才能看到其影響性，

這個過程就會被稱為滯後效應 (Lagged Effect)。所以本研究將計算空氣

汙染物與確診人數間的滯後天數。而最佳的滯後天數則是會透過

Pearson correlation 來確定，有較強的相關性的天數即為本研究所選擇的

滯後天數。 

為了計算出最佳的滯後天數，本研究將空氣汙染數及確診人數根

據所假設滯後天數 (1, 3, 7, 12, 14) 進行算術平均數的運算，其公式如下: 

𝑡為時間，𝑑為研究所選擇的滯後天數 (1, 3, 7, 12, 14)，𝐴𝑃𝑡 則是空

氣汙染物在 𝑡 時間的資料，𝐴𝑃𝑡′̅̅ ̅̅ ̅̅  為研究所需要的根據 𝑑 天數滯後的 𝑡 時

間空氣汙染物資料。 

𝐴𝑃𝑡′̅̅ ̅̅ ̅̅ =
∑ 𝐴𝑃𝑡

𝑡−𝑑−1
𝑡=𝑑

𝑑
=

𝐴𝑃𝑡 + 𝐴𝑃𝑡𝑡−1 + ⋯ + 𝐴𝑃𝑡−𝑑−1

𝑑
 (15) 

並將得出的資料透過 SPSS 計算它的皮爾森積差相關系數 ( Pearson  

Correlation )，並以圖像化的方式呈現圖 15~ 圖 18，而有較高相關性的天

數將會成為本研究的之後研究分析的滯後天數。 
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California Florida 

 

圖 15. 加利福尼亞州不同滯後天數相關

係數圖 

 

圖 16. 佛羅里達州不同滯後天數相關係數

圖 

New Jersey New York 

 

圖 17. 紐澤西州不同滯後天數相關係數

圖 

 

圖 18. 紐約州不同滯後天數相關係數圖 
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從圖 15~ 圖 18中可以看到與預期相同隨著滯後天數的增長相關係數

有增加的趨勢，證實空氣汙染物的影響會需要短期的存在而非立即就能發

現影響。根據圖 15~ 圖 18 可以發現大部分的相關係數在滯後 7 天都有較

明顯的增加，而在滯後 12 天及滯後 14 天時相關係數來到高峰。其中可以

看到NO2 、CO 以及 Ozone 的貢獻是較高的，雖然有幾個汙染物的相關係

數在 滯後 12 天時會比滯後 14 天再高一點，但縱觀整體滯後 14 天會是四

個州的空氣汙染物相關係數都是較高的天數。且原先相關性較低且顯著性

不足的 PM2.5 在經過滯後計算後，相關性上升且顯著性也有明顯增加，因

此最後將列入計算。本研究會選擇滯後天數為 14 天的資料進行後面的研

究。另外也可以觀察到每個州的係數以及相關性都有所不同這點在第二章

時有相關研究[14]就有提出，不同地方所受到的影響不盡相同，所以相關

性也會有所不同。這個問題本研究會採取每個州分別訓練一個模型來解決，

這樣不同相關性就不會產生干擾反而會有較好的結果。  

3.1.6 資料合併及切割 

在完成相關性分析後，研究發現計算出來的相關係數結果有存在

線性相關。但因為資料有可能存在我們為發現的非線性關係，所以模型

會分為兩種，首先會使用線性的Multiple Linear Regression，非線性 

Polynomial Regression、SVR，上述這些回歸方式不會考慮到資料的時序

性，所以還會加入LSTM 來補足時間序列的特徵。不同的回歸預測模型

會有不同的切割方式下面會將資料切割方式分成兩種進行介紹: 

 機器學習資料合併及切割 

機器學習的模型並不會抓取時間序列特徵，所以並不會對於時間

方面做其他調整。我們先將每日空氣汙染物 (NO2, PM2.5, SO2, Ozone, CO) 

以公式(15)求出滯後 14 天的空氣汙染物資料，再將這個資料集與每日人
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口流動(Driving, Walking, Transit) 以及每日疫苗施打率 (Vaccinated) 資料

進行合併每州獲得一個資料集(𝐷) 其大小為 X ∈ 𝑅𝑛∗9 的矩陣 ，n 表示資

料所包含的天數。COVID-19 每日確診  (Cases, 𝐶 ) 以及每日活動病例 

(Active Cases, 𝐴𝐶) 將前 13 天資料刪除，因為前 13 天無法進行滯後 14 天

的計算，最後兩個資料集各自形成一個 y ∈  𝑁𝑛∗1矩陣，𝑛 與資料集 𝐷 的

長度相同。 

在訓練模型時因為機器學習模型資料不需要按照時序輸入，所以

會將資料集 𝐷, 𝐶, 𝐴𝐶 以隨機選取的方式挑選出 0.8 𝑛的資料及成為訓練集，

而剩餘的0.2 𝑛則成為驗證集，𝑛 為資料長度，最後我們可以獲得訓練集 

( 𝐷𝑅_𝑇𝑟𝑎𝑖𝑛 , 𝐶𝑅_𝑇𝑟𝑎𝑖𝑛 , 𝐴𝐶𝑅_𝑇𝑟𝑎𝑖𝑛 ) 與 驗 證 集 (𝐷𝑅_𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑒 , 𝐶𝑅_𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑒 , 

𝐴𝐶𝑅_𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑒)。 

 LSTM資料合併及切割 

LSTM 模型我們使用多對一 (many to one) 的模型架構，資料使用的

是還未經過滯後天數計算的資料及為最原始的資料。首先將原始的每日

空氣汙染物  (NO2, PM2.5, SO2, Ozone, CO)、每日人口流動 (Driving, 

Walking, Transit) 以及每日疫苗施打率 (Vaccinated) 進行合併。再將以14 

天為一組進行資料重新排列。原始資料其中一列為例。𝐷 = [𝑁𝑂2𝑡
,  𝑆𝑂2𝑡

,

⋯ 𝑉𝑎𝑐𝑐𝑖𝑛𝑎𝑡𝑒𝑑𝑡]，𝑡 為預測當天，而經過重新排列過的資料集其樣式為𝐷 

= [𝑁𝑂2_𝑡−13, 𝑆𝑂2_𝑡−13, ⋯ 𝑉𝑎𝑐𝑐𝑖𝑛𝑎𝑡𝑒𝑑𝑡]。可以看到特徵從原本的只有 9 種

當天數據變為 9 種共 14 天的數據 ，研究將利用一組 14 天的來進行預測。

最後將 𝐷 進行資料切割，轉變為資料集 𝐷14其大小為X ∈ 𝑅𝑛∗14∗9的三維

矩陣，n 表示資料所包含的天數。COVID-19 每日確診 (Cases, 𝐶) 以及每

日活動病例 (Active Cases, 𝐴𝐶) 將前 13 天資料刪除，因為前 13 天無法進

行滯後 14 天的計算，最後兩個資料集各自形成一個 y ∈  𝑁𝑛∗1矩陣，𝑛 

與資料集 𝐷 的長度相同。 
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在進行模型訓練時一樣會將𝐷14, 𝐶 及 𝐴𝐶 按照時間序列以 8:2 的比

例分為訓練集 (𝐷14_𝑇𝑟𝑎𝑖𝑛 , 𝐶14_𝑇𝑟𝑎𝑖𝑛 , 𝐴𝐶14_𝑇𝑟𝑎𝑖𝑛) 以及驗證集 (𝐷14_𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑒 ,  

𝐶14_𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑒, 𝐴𝐶14_𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑒)。 

第二節 資料預測 

在預測 COVID-19 相關人數方面，會根據圖 19的流程進行訓練及

驗證，因為預測目標有兩個分別為預測每日確診人數 (𝑃𝐶) 以及每日活動

病例 (𝑃𝐴𝐶)，所以每種模型會各自有兩個不同預測目標的模型產出。將上

一節所完成的前處理資料帶入，先使用訓練集資料，將模性訓練好再使

用驗證集資料對模型進行驗證。最後預測出的值會進行評估。 

 

圖 19. 回歸預測流程圖 
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3.2.1 機器學習模型 

在使用機器學習的回歸模型方面可以分為線性回歸或非線性回歸，

在線性回歸方面使用到最簡單的多元線性回歸。將特徵輸入後找到一條

包含最多特徵的直線，其訓練速度快，但容易被資料中的離群值影響以

及如果資料存在非線性相關性會被忽略掉。為補足線性回歸模型的缺點

使用非線性回歸模型進行訓練也就是我們的多項式回歸。可以使用多次

方的方式來找到一條與特徵資料最貼近的多項式，但訓練時要小心容易

發生過擬合 (overfitting) 的情形。本研究使用到的特徵較多，因此額外選

擇了有利於高維特徵的SVR， SVR 是將所有的輸入特徵投射到空間中進

而找到一個超平面與最遠特徵點的距離最，小平面的搜尋方式可分為線

性(linear)以及非線性(poly, rbf)，會有利於我們的預測。但以上三種模型

都無法兼顧時間特徵。 

 

圖 20. 機器學習模型示意圖 

以上的模型訓練方式為，將上章節所切割好的測試集輸入，透過

三種回歸方式訓練出模型。並將驗證集𝐷𝑅_𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑒  輸入進行驗證，因為

會與用三種方式因此兩個預測目標 (𝑃𝐶 , 𝑃𝐴𝐶) 各會有三個不同模型的預測

結果。 
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3.2.2 LSTM 模型 

 由於資料間可能存在著時間相關性，所以使用最能利用時間序列

特性的 LSTM 來補足這方面的特徵。為了使資料的滯後影響維持所以選

擇 many to one 的 LSTM 模型，從上一小節可以看到 LSTM 所使用的訓

練資料為三維矩陣的資料集。輸入從一個改為多個但輸出維持一個不變。

而在本研究中每次輸入大小為X ∈ 𝑅14∗9的資料，表示其有 14 個時間單位，

每個時間單位有 9 個特徵的進行訓練，輸出值會是每次以 14 天特徵值所

預測出的目標人數，全部完成後預測結果會與訓練集的長度相同。 

從圖 21我們可以看到輸入為 D，n 為資料長度，第一次輸入的資料

為訓練集資料(𝐷14_𝑇𝑎𝑟𝑖𝑛, 𝐶14_𝑇𝑟𝑎𝑖𝑛), (𝐷14_𝑇𝑟𝑎𝑖𝑛, 𝐴𝐶14_𝑇𝑟𝑎𝑖𝑛) ，進入到LSTM 

Cell 裡計算，將結果輸入至ℎ𝑛 隱藏狀態最終，訓練出兩個不同預測目標

的模型。模型建好後放入  𝐷14_𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑒  進行驗證，輸出我們預測目標 

(𝑃𝐶 , 𝑃𝐴𝐶)。 

 

圖 21. LSTM 模型圖 
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3.2.3 模型評估 

 獲取到預測結果後我們要針對所使用的四種預測方式共八個模型

進行評估，研究所使用的評估方法為均方誤差 (Mean Square Error, MSE) 

以及決定係數(R-square)，兩個方式的公式如下: 

 𝑛為資料長度，𝐶𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑒_𝑖  為第 𝑖 個驗證資料，𝐶𝑃𝑟𝑒𝑑_𝑖  則 是 第 𝑖 

個預測資料 (𝑃𝐶 , 𝑃𝐴𝐶)，𝐶𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑒
̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅ 為驗證集平均值 

𝑀𝑒𝑎𝑛 𝑆𝑞𝑢𝑎𝑟𝑒 𝐸𝑟𝑟𝑜𝑟 =
1

𝑛
∑ (𝐶𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑒_𝑖  − 𝐶𝑃𝑟𝑒𝑑_𝑖)2𝑛

𝑖=1     (16) 

𝑅 − 𝑠𝑞𝑢𝑎𝑟𝑒 = 1 −
𝑆𝑆𝑟𝑒𝑠

𝑆𝑆𝑡𝑜𝑡
              

(17) 

𝑆𝑆𝑡𝑜𝑡 = ∑ (𝐶𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑒_𝑖 − 𝐶𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑒
̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅)2

𝑖     (18) 

𝑆𝑆𝑟𝑒𝑠 = ∑ (𝐶𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑒_𝑖 − 𝐶𝑃𝑟𝑒𝑑_𝑖  )
2

𝑖      (19) 

𝐶𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑒
̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅ =

1

𝑛
∑ 𝐶𝑉𝑎𝑙𝑖𝑑𝑎𝑡𝑒_𝑖

𝑛
𝑖=1      (20) 

 

 MSE 會計算實際值與預測值的差異並進行平均，差異所使用的是

計算距離所以會進行平方，但也因為是使用平方所以會受離群值的影響。

計算出的結果就為誤差的平均。可以獲得模型的精準度。而 R-square 分

母會先計算實際值的平均變化，而分子一樣是誤差平方，但因為是用百

分比顯示所以離群值的影響會較 MSE 小。最後可以獲得實際值與預測誤

差平方之間的變化量，也就是誤差平均的變化量。可以用於評估模性是

否具有解釋性。 

 將實際的四個州預測結果帶入後我們可以獲得表 4 
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表 4. 模型評估結果表 

我們的評估結果 MSE 要盡量小而 R square 則是要越接近 1 表示效

果越好，結果可以從表 4 發現，對四個州而言 Polynomial Regression (PR) 

以及SVR 的效果會是最好的，因此研究會將這兩個模型的預測結果帶入

後面的排隊理論中，進行更進一步的分析。  

第三節 排隊理論及風險分析 

3.3.1 排隊理論 

 

圖 22. COVID-19 狀態轉換圖 

 使用排隊理論前我們需要先了解 COVID-19 的狀態轉換，依照圖 

22可以看到未受感染的大眾會處於易感染狀態 (Susceptible)，而受到感染

後會進入到感染狀態 (Infectious)，再受到感染狀態後會有兩種狀態變化，

一個為康復 (Recovered) 另一個為死亡 (Death)，而康復狀態最後會重回

易感染狀態 (Susceptible)，死亡狀態 (Death) 則會離開人群。 
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圖 23. 排隊理論模型示意圖 

研究會將上述的狀態轉換帶入排隊理論模型，研究所使用分析爆

發風險的排隊理論選擇最簡單的M/ M/ 1 模型，只有單一服務台 (server)、

等候隊伍長度的無限制以及可加入隊伍的人數以同樣無限制。根據圖 23 

可以看到，到達率 (arrive rate) 可以視為從易感染狀態轉變為受感染的狀

態，進而進入到 Infectious 隊列中，也就是上一節透過空氣汙染物、人口

流動以及疫苗施打率所預測出的每日確診人數 (𝑃𝐶 )。研究的預測目標 

(𝑃𝐶)，而 Service Node 裡則是在等待從受感染狀態轉換成康復狀態或死亡

狀態，一旦狀態轉換完成則會離開隊列。 

𝐿 = 𝜆𝑊 (12) 

我們將上述的排隊理論套用進 Little’s law 公式(12)的話，𝐿為在一

段時間內的活動病例數(𝑃𝐴𝐶)，研究將一段時間定義為 60 天也就是兩個

月，λ 為每日的預測確診人數 (𝑃𝐶)，𝑊為研究想算出的從確診狀態至死

亡或康復狀態所需要花費的時間。 

我們所擁有  𝑃𝐶  以及 𝑃𝐴𝐶  這兩個數值，進而能計算出 𝑊  (Service 

Time) 也就是確診者平均所花費的康復時間 (Average Recovery Time)。康

復時間在研究中可以將其視為一個州的醫療量能使用程度，當一位確診

病患要花費較長天數才能恢復時，我們將會視為州的醫療量能較吃緊或

正在面對疫情爆發的時期。但多少天數可以視為量能吃緊，這點還並未

有確切的數據可以告訴我們，因此研究會使用計算出的  Average 

Recovery Time 進行更進一步的分析。 
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3.3.2 風險分析 

 

圖 24. 風險分析流程圖 

在風險分析的部分本研究會利用從 Our Wolrd in Data[84]獲取世界

各國的每日確診人數。透過圖 24的方法以驗證方法的可行性。 

研究會使用英國的每日確診人數數據作為示範: 

研究將挑選兩個上升與下降都較明顯的時間段來觀察風險分析方

法其有效性。在圖 25 中可以看到紅底的時間點 (2020/11/26 ~2021/01/25) 

為人數增加較快速的時間點，而黃底的時間點 (2021/05/25 ~ 2021/07/24) 

為人數增加較緩慢的時間點。研究將會根據這兩個時間點做更進一步的

觀察。 

 

圖 25. 英國2020/01/31~ 2021/11/30 每日確診人數圖 
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 風險分析第一步 (Slope) 

將這些確診人數資料以 7 天為單位進行斜率計算。根據其他研

究[85][86]指出有時候民眾會因為處於節假日而無法進行篩檢，

所以會有急速下降後又急速上升的情形，以及美國的篩檢政策

也有所不同，後期開放快篩後確診人數會大幅上升，但經歷一

段時間後民眾的篩檢意願又會逐漸降低。因此研究將資料進行 

7 天的平均，來避免掉較高的起伏來獲取更平穩的斜率。但本

研究目標為提供參考數據，可能無法完全避免掉這種情形。計

算後的斜率結果如圖 26 

 

圖 26.  英國2020/01/31~ 2021/11/30 每日確診人數斜率圖 

可以透過圖 26 發現紅底時間點的斜率確實能看到快速上升以及下

降的斜率，而與黃底時間點相比增長的快慢也能觀察得出來。根據圖 26

的結果可以看到斜率確實能表現出確診人數的升降。  

 風險分析第二步 (Calculate the number of days the slope continues 

to grow) 

為計算其斜率持續增長的連續天數，研究所使用計算方式為當

日斜率大於前一日的斜率時即視為斜率有持續增長的跡象，會

計算這種情形的持續天數。當連續天數較長時，可視為確診人

數持續多天非線性增長的情形。 結果如圖 27。 
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圖 27. 英國2020/01/31~ 2021/11/30 確診人數斜率持續增長天數圖 

 透過圖 27 可以發現增長較快速紅底時間點的持續天數有達到持續 

5 天的情形，而黃底時間點因為增長速度較慢所以持續天數只有 3 天，

能確實底叫出兩個時間的差別。與圖 25 結合來看這持續 5 天的斜率增長

確實與確診人數增長相關。  

 風險分析第三步 (Change the slope to the starting and ending slope 

of the duration days) 

重新計算出持續天數起迄點的斜率，根據圖 27 計算的持續天

數，研究將斜率更換為持續天數起訖點的斜率，以獲取持續增

長天數時間段的斜率，這個斜率會是研究所認為高風險的特徵

斜率。結果如圖 28 所示。 

 

圖 28. 英國2020/01/31~ 2021/11/30 持續增長天數斜率圖 

 透過圖 28 可以發現與原始的 7 天斜率圖 26 相比，圖 28 的斜率圖
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能將風險分析所需要的持續增長斜率特徵抓取出來，以紅色時間點與黃

色時間點進行比較能看出紅色時間點的增長確實比黃色時間點來的更為

快速且更為密集。除此之外其他的增長高峰也都能抓取出。 

 風險分析第四步(Average the slope to obtain the threshold) 

統計出圖 28上的斜率平均數，將這個斜率視為英國確診人數

的高風險時段的閥值(threshold)。並將 threshold 帶回圖 25及圖 

26。其結果如圖 29。 

 

圖 29. 英國確診人數風險分析結果圖 

風險分析會將超出 threshold 的斜率標記進行高風險警告，標記方

式使用紅色線段表示為高風險時段，而藍色線段則表示低風險時段。透

過圖 29圖 29，可以看到風險分析結果確實有將高風險時段標記出來。這

個結果表示研究所使用的風險分析方法是有效的，因此研究會將上小節

使用排隊理論所預測出的平均康復時間 (𝑊) 帶入風險分析方法進行風險

預測，並使用預測結果來評估各州的防疫措施是否妥當。 
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第四章 實驗結果分析 

第一節 模型分析 

 根據 3.2.3 節模型評估的結果將針對 Polynomial Regression (PR)以

及 SVR 這兩個模型進行更進一步的分析。研究希望能夠提供防疫措施評

估的參考，但所提供的參考數據是事前提醒又或是事後檢討這點會根據

模型能預測的準確度而有所影響。因此研究將會針對預測當日(Day 0)，

提前 1, 3, 5, 7 天(Day 1, 3, 5, 7) 的結果進行比較，結果如圖 30 ~ 圖 33。 

  

圖 30 PR 預測每日確診人數分析結果圖 圖 31 PR 預測每日活動病例分析結果圖 



43 

 

  

圖 32 SVR預測每日確診人數分析結果圖 圖 33 SVR 預測每日活動病例分析結果圖 

 可以從圖 30 以及圖 31 的 PR 預測結果中看到，MSE 的結果相差並

不明顯，但 R Square在提前 7 天 (Day 7) 預測時其數值相較其他有大幅下

降的趨勢，顯示其預測結果並不理想。而綜觀各天數可以發現預測當日 

(Day 0) 的結果在四個州有的相較較好的結果。而圖 32 以及圖 33 的 SVR 

預測結果與 PR 相同在 MSE 方面其結果相差並不明顯，但 R Square 在提

前 3 天 (Day 3) 有較明顯的下降情形，並在提前 5, 7 天 (Day 5, 7) 有重新上

升的趨勢，雖然有上升但大多數都並未超過當日 (Day 0)。從 PR 以及 SVR

的結果來看可以發現當日 (Day 0) 的結果還是較佳的，所以研究還是會已

當日 (Day 0) 為主要的分析目標。 
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第二節 案例探討 

 如上節所示研究將以 Polynomial Regression (PR)以及 SVR 這兩個模

型所預測當日 (Day 0) 的結果帶入排隊理論，並將排隊理論所預測的平均

康復時間帶入風險分析進行高風險時段的預測。預測結果會與約翰·霍

普金斯大學[87]以及Wikipedia [88] 所整理的加利福尼亞州的防疫措施進

行比較，並以每日活動病例作為輔助條件來觀察預測的高風險時段是否

有其準確性。 

研究首先會針對限制措施進行 PR、SVR 預測結果的評估，限制措

施研究評估方式為若措施發布時間點為風險分析所預測的高風險時段，

並使用施行後每日活動病例進行驗證。  

 首先會針對美國的防疫政策以及名詞進行介紹: 

 居家令: 該命令要求居民除了工作之外不得離開家中。適用於

抑制或減輕流行病的發展 

 四階段解封: 

 第一階段: 居家令時期 

 第二階段: 逐步開放一些低風險工作場所與適應，零售(路

邊取貨)、製造業、辦公室(無法遠程辦公時) 

 第三階段: 開放更高風險的環境和限制聚會，如個人護理

(美髮沙龍、健身房)，娛樂場所(電影院)，需要面對面的宗

教儀式(教堂、婚禮) 

 第四階段: 重新開放風險最高的工作場所(音樂廳、會議中

心以及有現場觀眾的運動賽事) 

 宵禁: 非必要工作、活動和集會在晚上 10 點至凌晨 5 點之間停

止 

 重新開放: 取消了大多數 COVID-19 限制，但企業仍然可以要
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求員工配戴口罩 

 限制措施: 如居家令、宵禁，是限制市民的行為的措施 

 放寬措施: 將限制解開，對市民的行為鬆綁 

4.1.1 加利福尼亞州 

 如圖 34所示，研究會選擇幾個較有代表性的政策進行與我們的風險

分析結果進行評估。 

 

圖 34. 加利福尼亞州防疫措施時間線圖 

 

 評估圖會以紅色點線表示所預測的高風險時段並以紅色方框所框出

此時段，藍色點線表示為低風險的時段，以而藍色方框所框出的則為錯誤

預測的高風險時段。綠色點線則表示每日活動病例。 

 接下來會先針對放寬措施來進行評估，評估方式為，放寬措施發布

時是否為風險分析所預測的高風險時段以及措施前後期是否有高風險時段

出現，措施是否應提前或延後，並使用每日活動病例進行驗證。 
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 2020/ 03/ 19 全州範圍居家令 

 

圖 35. 加利福尼亞州 2020/ 03  PR 風險分析圖 

透過圖 35可以看到有使用紅色方框圈出來的部分為 PR 經過排隊理

論以及風險分析所得出的高風險時段，而措施發布時間使用紅色直線表示，

可以發現第居家令措施所發布的時間點有 PR 所預測的高風險時段存在，

這表示說這個時段確實為疫情的高風險時段，所以 PR 的風險分析會認為

說這個措施在這個時間點發布是合適的。並且可以看到綠色的活動病例線

段，發現在措施實施後有逐漸升高的趨勢，且在措施發布後還有一個高風

險時段，因此 PR 的風險分析會認為說措施可能需要更強的約束力。 

 

圖 36.加利福尼亞州 2020/ 03  SVR 風險分析圖 
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透過圖 36 可以看到與PR結果相同都有在這個時段確實有預測到為

高風險時段，且綠色的活動病例線段發現其有逐漸升高的傾向。所以使用

的兩種風險分析皆認為說這個措施在這個時間點發布是合適的。但後面可

能為高風險時段這個部分 SVR 並未預測到。因此PR 的風險分析效果可能

較 SVR 來的好。 

 2020/ 11/ 19 強制宵禁 

 

圖 37. 加利福尼亞州 2020/ 11  PR 風險分析圖 

 

對於強制宵禁措施，透過圖 37 PR的風險分析並未預測到高風險時

段，但觀察綠色的每日活動病例可以發現 11 月的活動病例是處於逐漸升

高的趨勢，表示這個時段可能存在高風險，但 PR 的風險分析並未預測到。 
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圖 38. 加利福尼亞州 2020/ 11  SVR 風險分析圖 

透過圖 38 可以看到，SVR的風險分析雖然並未在措施發布時有預測

到高風險時段但在措施發布前就有兩次的高風險時段預測。因此評估結果

為應該要將措施時間往前，更早的發布此措施，且從每日活動病例來看是

有持續上升的趨勢。 

 2020/ 05/ 07 第二階段開放以及 2020/ 05/ 18 第三階段開放 

 

圖 39. 加利福尼亞州 2020/ 05  PR 風險分析圖 

 

針對開放措施由於這兩個措施時間接近因此會一同進行評估，首先

是第二階段開放，透過圖 39可以看到這個時間點並未有高風險時段預測，
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且至第三階段開放前每日活動病例也未有明顯增長。所以這第二階段開放

措施可以認為是在合適時間點發布的措施。但是對於第三階段開放，透過

圖 39 可以看到在措施之後有兩次的高風險時段，因此 PR 評估的結果為第

三階段開放措施可能是比較不合適的，有過早開放的情形發生，且活動病

例也確實開始有上升的趨勢。以此驗證評估結果。 

 

圖 40. 加利福尼亞州 2020/ 05  SVR 風險分析圖 

透過圖 40 可以看到在第二階段開放時 SVR 風險分析並未預測到高

風險時段，反而是在措施發布後有高風險時段的預測，評估結果為過早開

放。但根據每日活動病例的數據是為下降的趨勢可以發現這個高風險預測

是錯誤預測。而對於第三階段的 SVR 有給出高風險預測，但只存在於一

天，較難看出是否為合適措施。且措施後的每日活動病例是有上升情形，

SVR 也並未預測出高風險時段。與 PR 相比 SVR 的準確度較為不佳。 
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 2021/ 01/ 25 地區居家令取消 

 

圖 41.加利福尼亞州 2021/ 01  PR 風險分析圖 

可以透過圖 41看到在措施發布時並未有高風險時段，但後期存在高

風險時段，因此評估為過早開放。每日活動病例卻有明顯的下降趨勢。因

此這個高風險時段會被認為為錯誤預測，但在仔細觀察所標記的高風險時

段確實是有明顯的活動病例上升，但這時的活動病例與前一周相比是明顯

的下降。這是研究使用斜率來進行運算所產生的問題。 

 

圖 42.加利福尼亞州 2021/ 01  SVR 風險分析圖 
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透過圖 42可以看到，在措施發布時有一點的預測高風險時段，且後

期出現高風險時段，因此評估為過早開放，但根據每日活動病例能看出此

時是處於下降的趨勢，因此 SVR 的預測風險為預測錯誤的情形。這與 PR 

的預測風險結果類似但與其相比 SVR 結果存在較多錯誤，時間點的表記

也較不準確。措施後的高風險時段雖然是有上升但時段多預測一天。  

 2021/ 06/ 15 重新開放 

 

圖 43.加利福尼亞州 2021/ 06  PR 風險分析圖 

透過圖 43 可以看到措施發布時間點為高風險時段，且是一個長時間

的高風險時段。因此評估為過早開放，從措施發布後的每日活動病例也有

上升的趨勢這點驗證。 
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圖 44. 加利福尼亞州 2021/ 06  SVR 風險分析圖 

 透過圖 44 的 SVR 風險預測結果發現，雖然在措施發布當日並未有

高風險時段預測，但後期存在高風險預測，也有長時間的高風險時段預測，

因此風險評估結果認為此措施發布時間過早。而每日活動病例顯示有上升

的趨勢，以此驗證。 

  以上將所選擇的措施評估結束之後，可以發現到 PR 所產生的預測

錯誤會比 SVR 來的少且時間點的標記也相對較精準，因此研究將四個州

的 PR 預測結果放在一起進行分析，希望能找出其時間上的共通性，結果

如圖 45 所示。 

 

圖 45. 加利福尼亞州、佛羅里達州、紐澤西州以及紐約州的 PR 風險分析圖 
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可以從圖 45 發現到在 2021/05/08~ 2021/07/07 期間四個州都有較為

明顯的起伏且都存在較多的高風險時段，因此針對這期間研究進行更進一

步分析，發現到美國在 2021/04/12 時在加利福尼亞發現了首 6 例的 Delta

變異病毒確診案例[89]，但在 4 月中至 5 月中研究發現到所選擇的四個州

並未有明顯的相關影響。在 2021/05/13 時美國政府發部一項措施[89]，其

措施為完整接種過兩劑疫苗的國民可以不用配戴口罩，而在此之後就為研

究在圖 45 所框出的時間區間，推測可能因為此措施而導致後面疫情再度

爆發。另外美國CDC 有數據指出在 7 月 7 日以前 Delta 病毒株已經成為美

國的主要感染病毒[89]，佔美國新感染 COVID-19 病例的 51.7%。由此可

以看到防疫措施對於疫情的影響性是非常明顯的也證實風險分析方法有其

參考價值。 
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第五章 結論與未來展望 

 本研究先對美國的人口流動、空氣汙染物及疫苗接種率與 COVID-

19 進行相關性分析並使用分析結果利用回歸方式預測 COVID-19 的每日

確診人數以及每日活動病例。並將預測結果帶入排隊理論來預測平均康復

時間，也可視為醫療量能使用度。預測結果再帶入研究所提出的風險分析

方法進而找出高風險時段來評估防疫措施。 

 在相關性分析中，先針對美國四個州疫情前後的空氣汙染物變化進

行觀察，發現到在疫情前後空氣汙染物確實存在著起伏情形。而後使用了

皮爾森相關係數計算，結果發現人口流動中以自駕的相關性為最高，而在

空氣汙染物中也發現有相關性存在，而疫苗接種率則是發現與疫情存在著

負相關。而相關性分析完之後，則是進行 COVID-19 的每日確診人數以及

每日活動病例的預測，我們發現 (Polynomial Regression, PR) 以及 (Support 

Vector Regression, SVR) 有著最好的預測結果，並將這個結果帶入至風險

分析裡面。並得出最後的高風險時段預測結果。將這個結果與防疫措施進

行比較評估，發現我們的高風險時段預測確實能評估出措施是否適合發布

於這個時段。其中又以 PR 的效果最佳，能準確地預測出高風險時段並提

供措施評估。透過 PR 風險分析，我們能更加瞭解疫情的爆發風險存在於

何時，並且也能看出防疫措施對於風險的影響。最後利用預測結果提供相

關機構的措施評估的參考數據。期望我們將會對於疫情有更好的控制。 

 在未來研究希望能將風險進行量化，能更好的評估即將遇到的風險，

以及在預測美國四州每日確診人數以及每日活動病例時可以發現各個地區

其特徵值的相關性都不同，在未來預測時可以針對這些相關性進行參數的

權重調整，但僅限於研究所挑選的美國四州，因不同地區其人口結構或是

移動趨勢等組成因素不同。如果未來想要將此風險分析套用至其他地區或

國家時需要在進行預測前了解其地區的人口結構特性來進行修改。而如果
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想使用相同的風險分析方式套用至其他地區或國家時，可以先找有著相同

防疫方針的國家且人口結構類似會有著較好的結果。此模型雖然在美國四

州預測上有著良好的效果，但並不表示其適合用於任何地區，COVID-19 

的預測存在許多變因，想要一個模型就套用至全部地區是個巨大的挑戰。 
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