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基於最佳化演算法的類神經網路剪枝策略 

學生：鐘  暘 指導教授：林政宏博士 

 

國立臺灣師範大學電機工程學系碩士班 

摘 要       

 
隨著深度學習領域不斷的進步，類神經網路的架構比起以往擁有更多的參數

量和記憶體的使用量，相對地對於硬體的要求也就更高。如何在有限的記憶體和

硬體效能中擁有差不多的辨識效能也成為需要被關注的問題之一，而網路剪枝則

是最直接能夠解決參數量過大問題，將網路中不必要的參數刪除，就能夠省去大

量的記憶體空間。 

過去在網路剪枝當中，通常的策略都是將較小的權重刪除。這些網路剪枝方

法的主要策略都是假設網路裡較小的權重，對於網路本身的影響較小，而可以被

捨棄掉。但是我們認為這個假設對於神經網路而言並不是絕對的。 

在本篇論文中我們假設小權重也有可能會是重要權重的可能性，我們提出一

個最佳化的剪枝策略，在剪枝時不只留下較大權重，還會留下由最佳化策略所挑

選出的較小權重，能證明保留網路中重要的較小權重，有益於剪枝網路的準確率， 

讓剪枝網路能夠在低參數量和高準確度中取得最佳的權衡。 

實驗結果說明在相較於只留較大權重的做法，透過最佳化的方法留下的較小

權重，在相同的剪枝率網路會有更高的準確度。 

 
關鍵字：深度學習、類神經網路、網路剪枝 
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ABSTRACT 

 

With the continuous progress in the field of deep learning, artificial neural networks 

require more parameters and memory footprint, as well as higher hardware requirements. 

How to achieve high recognition accuracy with limited memory and hardware has 

become a critical issue. Network pruning is the most direct way to solve the problem of 

excessive parameters. By deleting unnecessary parameters in the network, a lot of 

memory space can be saved.  

In the proposed methods, the strategies of network pruning mainly consider pruning 

the small weights. The main strategy of these network pruning methods is to assume 

that the smaller weights in the network have less impact on the network itself and can 

be discarded. But we believe that this assumption is not absolute for neural networks.  

In this thesis, we assume that small weights may also be important weights. We 

propose an optimized pruning strategy that not only leaves larger weights when pruning, 

but also leaves smaller weights selected by the optimized strategy. During pruning 

process, not only the larger weights are left, but also the smaller weights selected by the 

optimization. We treat the retention of parameters in a network model as an optimization 

problem. Experiment results show that that keeping important small weights in the 
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network is beneficial to the accuracy of the pruning network, so that the pruning network 

can achieve the best trade-off between low parameter amount and high accuracy. 

 

 

 

 

Keywords: Deep learning, neural network, network pruning 
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第一章  緒論 

 

 

1.1 研究背景與動機 

類神經網路架構是現今最有名的物件辨識網路架構。從 AlexNet[1]在 2012 

ILSVRC 的物件辨識競賽中取得到相當的成績，類神經網路架構就在物件辨識等

等的題目上取得一席之地。在 VGG[2]提出將網路的層數增加是有效提升精確度

的方式後，接下來的類神經網路架構層數有了飛躍性的成長，與此同時，網路的

參數量和記憶體用量也顯著的提升。VGGNet[2]和 ResNet[3]都為了因應提升的架

構層數嘗試縮減網路本身的參數量，但是出來的記憶體使用量仍然是非常龐大。

如此龐大的網路架構雖然有著良好的準確度，但是相對的也必須擁有足夠記憶體

容量及運算能力的裝置來執行。為了改善這個問題，網路剪枝[4-10]即是一個幫助

縮減記憶體使用量的方式，藉由砍去不必要的參數，並重新訓練留存下來的其他

參數，使整體網路在保持一定準確度的情況下，減少大部分的參數，進而減少記

憶體的使用量。 

過去研究提出的方法可以大致分為 weight pruning[5][6][7]與 neural 

pruning[4]，他們的共同策略都是針對小的權重做剪枝，這些網路剪枝方法的主要

策略都是假設網路裡較小的權重，對於網路本身的影響較小，而可以被捨棄掉。

S. Han[5]在 2016 年提出的 Deep Compression 就根據同一層權重層的權重，依排

序由小到大的剪枝。2018 年 M. Carreira-Perpinán 則以”Learning Compression”[8]，

使用一組最佳化函式來做到網路剪枝的最佳化，達到比以往用數值當指標的剪枝

方式更好的效果。以圖 1-1 為例，剪枝掉小權重並不會影響到網路最後的輸出結

果。 



- 2 - 

 

 
圖 1-1  依權重值剪枝示意圖 

 

我們發現在剪枝的過程當中，當達到高剪枝率的情況下，各權重的數值相差

不會到太大，若維持依照權重大小的策略做剪枝，將造成誤砍小權重而導致準確

率下降，換句話說，在高剪枝率時，權重的選擇就會開始對損失參數有巨大影響。

例如以圖 1-2 為例。 

 

 

圖 1-2  依權重值剪枝造成輸出錯誤示意圖 

 

透過圖 1-2 的例子，我們認為在高剪枝率時，小權重也有可能會是重要權重

的可能性，因此本論文提出一個最佳化策略，在剪枝時不只留下較大權重，還會

留下部分較小權重，對於剪枝網路的準確率會有所提升。 
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1.2 研究目的 

    本論文的研究目的在提出一個最佳化的剪枝策略，能證明在高剪枝率時保留

網路中重要的較小權重，有益於剪枝網路的準確率， 讓剪枝網路能夠在低參數量

和高準確度中取得最佳的權衡。 

 

1.3 研究方法概述 

    基於研究目的，本論文提出一個最佳化的剪枝策略以選擇重要的較小權重，

基本的流程是將一完整網路架構的每一層各自做剪枝，在剪枝過程中加入最佳化

的步驟使得剪枝結果減少人為定義的因素。 

 在最佳化剪枝的過程中，我們會將每一層的所有權重依比例分成較大權重和

較小權重，並在開始最佳化前先隨機的選擇一部分較小權重和所有較大權重留下，

剪除掉其餘的權重。以此為一稀疏網路並重新訓練，訓練完成的損失參數將會回

傳給這次選擇的較小權重當作其分數。接下來就會以較小權重的分數分布來加權

各權重的選擇機率，使重新訓練後損失較小的權重更容易被選擇到。依此方式不

斷迭代並更新較小權重的分數，以達到能夠選擇留下對網路最有用的較小權重。 

 

 

 

1.4 研究貢獻 

    本論文提出的最佳化剪枝策略能在剪枝的過程中，以最佳化的概念保留部分

的較小權重，會相較於傳統完全保留最大權重的作法擁有更高的準確率。在

LeNet-300 的網路中測試，加入最佳化剪枝後能夠在高剪枝率的情況下，比傳統

剪枝更高的準確率，當剪枝率到達 0.96 的高剪枝率情況，相較於 lottery tickets 

hypothesis[6]，本文提出來的方法可以提升 25%的準確率。 
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1.5 論文架構. 

    本論文分為五個章節：緒論、文獻探討、研究方法、實驗結果以及結論與未

來展望，以下條列各章節內容簡介。 

第一章 緒論：概述卷積神經網路剪枝的背景、研究目標以及研究方法簡介，闡述

研究貢獻與論文架構。 

第二章 文獻探討：針對與本方法、研究方法相關之文獻討論介紹。 

第三章 研究方法：說明本方法在卷積神經網路剪枝所使用之研究方法。 

第四章 實驗結果：介紹實驗配置與實驗過程，以及實驗結果分析。 

第五章 結論與未來展望：最後對此研究提出的方法與實驗結果總結，並對未來研

究提出改善方向。 
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第二章  文獻探討 

 

 

    神經網路剪枝於 2016 年重新被重視，而本章節將整理以往對於類神經網路

剪枝的做法與相關文獻。 

 

 

2.1 依權重值做剪枝 

    S. Han 在 2016 年提出對卷積神經網路的剪枝方法[5]，是非常簡單暴力的剪

枝方式：將一層權重層的權重由小至大排序，並依設定好的剪枝率將該層權重由

小砍到大。S. Han 認為大的權重勢必比小的權重還要來的重要，畢竟數值大的權

重有可能宰制小權重給的效果。整體而言，S. Han 的做法即使以大權重來代表該

層，放棄小權重。 

 2019 年 J. Frankle 提出 Lottery Ticket Hypothesis[6]指出以傳統剪枝方式剪枝

時，能夠在剪枝過程中找到比完整網路還要高準確度的稀疏網路架構，而他們則

是將剪枝的流程和作法稍作改動，但也是以留存最大參數的方式來做剪枝。單純

以參數的數值大小來決定剪枝能夠使其中的運算簡單化，但是相對而言這也是以

人工定義來決定一個參數是否能夠存留，而並不考慮他是否真正的重要。即使是

在 Lottery Ticket Hypothesis 也需要多次嘗試後才會有最佳結果，並且沒有辦法確

定其結果真的是一個網路在剪枝後能夠達到的最高準確度。 

 

2.2 以最佳化做剪枝 

    另一方面，Miguel A. Carreira-Perpinan 在 Learning-Compression[8]則認為可以

將神經網路剪枝整體視作一個最佳化問題，並依此創造兩種形式的損失函數，將

剪枝率以懲罰形式或受限形式加入致損失函數。在 Learning-Compression 裡，會

先以留下最大值參數當作是一個模板，再用一個原本網路的複製品去做學習，並

重複以上動作直到剪枝結束。雖然 Learning-Compression 也是將剪枝是作為最佳
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化問題，但是還是以傳統剪枝方法當作是剪枝模板來運作，並不是完全的以參數

本身對網路準確度的影響當作是評斷基礎。 

 

2.3 小結 

    S. Han 的剪枝方法快速，但是缺乏彈性，若網路本身還沒有訓練恰當前就做

剪枝也可能會導致沒有產生最好的剪枝效果。本論文與 Miguel A. Carreira-Perpinan

一樣，將剪枝視作最佳化問題，但是並不打算將剪枝納入網路訓練的過程，而是

將需要被剪枝的權重本身視為最佳化問題，需要剪枝哪些權重就交給演算法來決

定。 

 

2.4 以基因演算法做最佳化剪枝 

 在決定以最佳化來當作剪枝方法後，我們第一個考慮的作法是使用基因演算

法當做最佳化的基礎。基因演算法對於多變數的最佳化有非常高的適應性，很適

合當作每一層甚至整個網路的權重的取捨基礎。我們將各層的權重設立個別的遮

罩當作基因演算法中的個體，套上遮罩後的網路架構的表現則為該個體的分數，

以留下最高分數個體為目標來進行基因演算法迭代。 

  

圖 2-2  由基因演算法所得到的網路遮罩進行網路剪枝示意圖。

權重遮罩 

該層權重 
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圖 2-3  LeNet-5 第一層中基因演算法中個體 

 

圖 2-3 當中，每一個代表 LeNet-5 的第一層卷基層所產生的 50 個遮罩個

體，每一個個體中，黑色代表的是對應的權重將被刪除，藍色代表對應的權重

將被留下。 

基因演算法一開始會由隨機的方式選擇被剪枝的權重，無論大小和數量。

接下來針對每一個個體做再訓練，得到該個體的命中率。最後整合每個個體的

命中率和剪枝率得到各別的分數。得到分數後就可以根據分數做加權，去選擇

能夠繁衍下一代的個體。下一代的個體會由部分上一代菁英個體和繁衍出來的

合成個體(如圖 2-4 所示)組成，藉此嘗試得到平均分數更高的下一代。 

 

 

 

圖 2-4  基因演算法中兩個個體遮罩產生下一代個體示意圖。將兩個上一代遮罩

個體各取一半合成出下一代的個體。 
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圖 2-5  在 LeNet-5 其中 4 層隨機剪枝任意數量權重所得到剪枝率和再訓練後準

確率關係圖。橫軸為剪枝率，縱軸為剪枝後再訓練得到的準確率。圖 2-5-1-1 和

圖 2-5-1-2 為 LeNet-5 中的第一層卷基層做完後對訓練資料得到的準確率和損失

函數。圖 2-5-1-3 和圖 2-5-1-4 為做完後對測試資料得到的準確率和損失函數。 

 

圖 2-5 是在 LeNet-5 套上以 500 個隨機剪枝率、隨機選取權重所得到的遮罩

後再訓練所得到的準確率、損失函數和剪枝率的關係圖，可以看到網路無論在哪

一層都有類似的現象，在超過某一剪枝率後，網路準確率就沒辦法提升到完整網

路的水準，而最佳化的目的即是找到該剪枝率和在該剪枝率的情況下能夠得到最

高命中率的剪枝遮罩。 

2-5-1 2-5-2 

2-5-3 2-5-4 
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圖 2-6  依基因演算法所得到的個體表現，嘗試尋找其回歸曲線和分數指標線來

判斷各個體的分數表現。 

 

圖 2-6 中紅色曲線即是 Adam 回歸方式找到的回歸曲線，而在該回歸曲線的

99%命中率的切線當作是分數指標線斜率，越靠右上的個體分數越高，這樣每個

個體都可以考慮到剪枝率和命中率兩個取捨的關鍵。 

2.5 基因演算法的限制 

雖然以基因演算法來決定剪枝方向，只要有恰當的分數判斷標準，就能夠很

好的在命中率和剪枝率拿到很好的拿捏。但是相對而言，因為每一個體都要重新

訓練計算命中率，加上漫長的迭代次數才能夠有足夠收斂的結果，導致要花上大

量的時間才能得到收斂完成的剪枝結果。無論嘗試將每一層分開做基因演算法使

單次參數變少以加快收斂速度，或是將整個網路一起做基因演算法使迭代次數不

增加，收斂速度的緩慢造成無法在合理時間內可以達到跟以往的剪枝方法相同的

剪枝率，最後我們放棄使用基因演算法，改用更快速的最佳化方法。 
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第三章  研究方法 

 

 

    本章節將介紹本論文提出的類神經網路剪枝方法之設計，主要包含權重剪枝

以及最佳化剪枝兩部分，如圖 3-1 所示。剪枝次數代表在實驗中的剪枝次數上限，

實驗當中我們訂為 16 次。因為在我們的實驗每次的剪枝比例為 20%，也就是每

經過一次剪枝，網路架構就會少 20%的權重。經過 16 次的剪枝後，網路架構會

約剩不到 2%的權重數量，而這個權重數量在 LeNet-300 已經不具備任何的辨識

能力了。 

而在 16 次的剪枝過程當中，我們會根據剪枝率來決定要使用何種剪枝策略。

在低剪枝率時，採用傳統的權重剪枝方法，在高剪枝率時，再導入我們的最佳化

策略。每次剪枝都以各層當作權重大小的比較區間，且是在一層剪枝完後，留下

剪枝結果和重新訓練的結果在做下一層的剪枝。 

    權重剪枝可以快速地提升剪枝率，但是在選擇剪枝的權重並沒有彈性，而且

會刪掉相對重要的小權重，在此時導入最佳化剪枝策略，則能避免在高剪枝率時

造成準確度下降，不過相對花費時間也相較權重剪枝還要多。  
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圖 3-1  最佳化演算法剪枝卷積神經網路流程圖 

 

 本篇論文當中，每一次剪枝都會將網路架構中 20%的權重刪除，一共做 16 次

剪枝。當達到 16 次的剪枝次數後，我們再將網路架構中剩餘的權重重製並重新

訓練，測試其結果。 

3.1 權重剪枝架構 

本論文使用的權重剪枝架構如圖 3-2。在每一層剪枝完後，整個網路將做重新

訓練，重新訓練的結果將會帶到下一次剪枝前的模型，這樣可以讓下一層做剪枝

時，以前一層已經是剪枝過後的前提下，重新規劃剪枝。這樣的剪枝作法與傳統

做法一樣，以留下最大權重為基準對網路進行剪枝，這樣能夠在剪枝前期快速地

達到一定的剪枝率。 
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圖 3-2  權重剪枝策略 

 

3.2 最佳化剪枝策略 

    當傳統權重剪枝到達特定的剪枝率後，我們將導入最佳化剪枝的策略。最佳

化剪枝則是在每一層剪枝時不只留下最大權重，會將一部分其他較小權重納入留

下的考慮。在選擇好留下的權重後，會將網路重新訓練，並且以網路的損失參數

當作回饋分數加入分數列表當中。分數列表代表了每個較小權重對此網路的影像

力，藉由不斷的迭代，最終將選擇影響最小的權重做修剪，留下影響較大的權重。 
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圖 3-3  最佳化剪枝步驟示意圖 
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圖 3-4  最佳化剪枝策略 

 

 圖 3-4 為最佳化剪枝策略的流程圖，其中調整的部分分為兩個部分：留下權

重的比例和最佳化的時機點。選擇留下的大小權重比例可以有效的決定最佳化影

響的多寡，若是讓留下小權重的比例過高，最佳化可能會因為沒辦法收斂而導致

效果不理想，而留下大權重過多也有可能使的最佳化影響力不足。本論文使用三

個比例來進行實驗。 

 最佳化的時機點則是選擇何時開始以最佳化方法剪枝。本論文是以損失參數

當作權重回饋分數，但是在低剪枝率時，各式的剪枝排列其實對損失參數的影響

並不多，無論該網路如何修剪都可以有高準確率、低損失。這會導致最佳化並沒
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有太多的作用。 

  

第四章  實驗結果 

 

 

    此章節將說明本論文嘗試之所有實驗。以 LeNet-300 當作實驗目標網路，針

對該網路所有的權重層進行剪枝並確認其總剪枝率與準確率。使用的資料集為

MNIST。 

 

 

4.1 實驗 

    本論文將以不同的權重比例、不同的最佳化時機點對傳統的剪枝方法做比較，

其中傳統方法有分原傳統方法和補齊迭代的兩種。因為在最佳化時網路會在迭代

過程中多次重複訓練，補齊迭代的傳統方法即是讓網路在剪枝前的訓練階段，將

訓練迭代次數跟最佳化方法調整至一樣。 

圖 4-1 可以看到不同的權重比例相較於傳統剪枝方法的比較。75-5 表示在最

佳化剪枝時會留下 75%大權重和 5%小權重，有加入最佳化剪枝的做法能夠在剪

枝率於 0.9314 有比傳統剪枝還要更高的準確率。甚至在 0.9649 的高剪枝率，50

比 30 的準確率能夠維持得比傳統方式要好。圖 4-2 則是在不同的最佳化時機做

最佳化和傳統剪枝方法的比較，分別是在 0.85 剪枝率開始和 0.90 剪枝率開始。

可以發現將最佳化延後可以稍微將高剪枝率時的準確率提升。 
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圖 4-1  不同權重比例的最佳化剪枝與傳統剪枝比較 

 

圖 4-2  不同最佳化時機的最佳化剪枝與傳統剪枝比較 

 

 可以看到加入最佳化的剪枝方法都比傳統剪枝方法有更高準確度，其中以

0.9 剪枝率開始最佳化剪枝，且參數留存比為 75-5 者有最高的平均準確率。 
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表 4-1  與 lottery ticket hypothesis 在各剪枝率之比較 

Pruning Rate Lottery ticket 70-10 0.85 75-5 0.85 75-5 0.9 Improvement 

0.8323  0.9738  0.9754  0.9735  0.9750  +0.0012 

0.8659  0.9739  0.9761  0.9726  0.9741  +0.0002 

0.8927  0.9680  0.9711  0.9714  0.9708  +0.0028 

0.9142  0.9677  0.9668  0.9618  0.9661  -0.0016 

0.9314  0.9582  0.9620  0.9570  0.9644  +0.0062 

0.9451  0.9427  0.9526  0.9512  0.9517  +0.0090 

0.9561  0.6873  0.7672  0.8607  0.9448  +0.2575 

0.9649  0.5878  0.4894  0.5787  0.7723  +0.1845 

 

 表 4-1 為最佳化剪枝和 Lottery ticket hypothesis 在各剪枝率的命中率比較。在

高剪枝率的情況，加入了最佳化剪枝方法後可以有效的提升網路架構的準確率，

使網路能夠在更少的參數下犧牲更少的準確率。以剪枝率在 0.9561 為例，Lottery 

ticket hypothesis 的準確率已經掉到 0.6873，而我們提出來的方法可以達到 0.9448

的準確率，在準確率上獲得 25.75%的改善。 

第五章  結論與未來展望 

 

 

5.1 結論 

    本研究具有下述特點： 

1. 最佳化演算法的特性的確可以使網路架構的權重層達到高剪枝率與高準確率

的平衡點，只要進行足夠的迭代，必定可以將其達到最佳化。 

2. 最佳化演算法中，較大權重和較小權重的比例和最佳化開始的時機會影響最後

能夠得到的最高命中率結果。 
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5.2 未來展望 

    經過所有實驗與討論，整理出以下數點作未來改進方向： 

1. 最佳化演算法本身需要迭代相當耗時，每一次迭代都必須重新訓練，整體的

剪枝時間花費需要倚靠額外的平行方法才能進行加速。 
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